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Введение

Актуальность темы.

В настоящее время в разных областях биологии и медицины повсеместно

используются цифровые изображения и развиваются алгоритмы их обработки,

в том числе и на основе глубокого обучения. Несмотря на быстрый научно-

технический прогресс, в силу различных причин, оборудование, используемое

для получения таких изображений, не всегда способно решить возникающие

задачи, однако применение методов математического моделирования позволя­

ет приблизиться к их решению и повысить качество уже полученных данных.

Поэтому разработка алгоритмов повышения качества изображений с учётом

современных условий является актуальной.

Изображения клеточных структур, возникающие в области флуорес­

центной микроскопии, являются одним из классов изображений, увеличение

разрешения которых необходимо на практике. Примерами таких задач явля­

ются ситуации, при которых разрешающая способность оптической системы

микроскопа упирается в теоретический предел из-за дифракции света или

когда увеличение оптической системы микроскопа не позволяет реализовать

весь потенциал теоретической разрешающей способности. Хотя появились ме­

тодики преодоления дифракционного предела с использованием специального

оборудования, на практике более доступным подходом является использование

специальных стохастически мигающих красителей. Серия снимков, на кото­

рых молекулы красителя имеют разную яркость, преобразуется в изображение

повышенного разрешения с учётом математической модели размытия изобра­

жения. Благодаря повышенному по сравнению с одним снимком количеству

информации и слабой корреляции мигания молекул флуорофора, методы ма­

тематического моделирования позволяют существенно повысить разрешающие

способности микроскопов без дорогостоящей модификации оборудования. С

учётом того, что необходимо получать большое число изображений за корот­

кий срок, важной и актуальной задачей является разработка математических

моделей и численных методов повышения качества изображений мигающей

флуоресцентной микроскопии при различных уровнях шума.

Для макроскопических же изображений в медицине по причине строгих

ограничений со стороны закона и специфики области, связанной с повышенны­
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ми рисками ошибок, важен вопрос аккуратной обработки изображений. При

этом необходимо избежать потери или привнесения информации в имеющиеся

данные и контроля качества получаемых изображений. Это относится и к очень

актуальной задаче повышения резкости изображений.

Для методов глубокого обучения в медицинской диагностике, которые

внедряются в практику во всём мире, важны анализ и предобработка входных

данных. Необходим контроль соответствия входной информации и применяе­

мого обученного или обучаемого алгоритма глубокого обучения. При изучении

рентгеновских снимков и, в частности, при диагностике туберкулёза лёгких

важным фактором является жёсткость снимка, так как она напрямую влияет

на его информативность: на изображении должны в достаточном количестве

присутствовать важные для вынесения верного решения детали. Кроме то­

го, необходима правильная настройка контрастности снимков, чтобы различия

изображений из обучающего набора и тестовых снимков, которые получают­

ся на различном оборудовании в разных условиях, не были велики настолько,

чтобы влиять на качество работы алгоритмов диагностики.

Основное внимание в данной работе уделено анализу и адаптивному

повышению качества изображений клеточных структур и медицинских изобра­

жений. Под качеством понимается как наличие у изображения определённых

характеристик (резкость, контрастность, разрешение), так и их соответствие

характеристикам эталонных изображений, для работы с которыми оптимизи­

рован алгоритм машинного или глубокого обучения.

Цель работы

Цель данной работы состоит в разработке адаптивных методов анализа

и обработки биомедицинских изображений различных модальностей на основе

методов математического моделирования, их алгоритмическая и программная

реализация для решения задач повышения разрешения изображений флуорес­

центной микроскопии, повышения резкости и контроля качества медицинских

изображений.

Научная новизна

В данной работе были получены новые методы и алгоритмы:

1. математическая модель и численный метод для повышения разрешения

и резкости изображений флуоресцентной мигающей микроскопии;

2. малопараметрический деформационный метод повышения резкости

изображений;
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3. нейросетевой метод контроля качества рентгеновских снимков грудной

клетки, основанный на автоматическом анализе жёсткости рентгено­

граммы;

4. алгоритм компьютерной диагностики туберкулёза лёгких по рентгенов­

скому снимку грудной клетки.

Теоретическая и практическая ценность

Создан программный комплекс повышения разрешения изображений

флуоресцентной мигающей микроскопии, повышения резкости медицинских

изображений и определения качества рентгенограмм грудной клетки для за­

дачи диагностики туберкулёза лёгких.

Предложенные методы могут применяться как отдельно, так и в составе

других систем анализа и повышения качества биомедицинских изображений, в

качестве вспомогательных инструментов в работе учёных-биологов и врачей, а

также могут быть модифицированы для применения в иных областях медицины

и биологии, отличных от рассмотренных в работе.

Степень разработанности темы.

Исследование, проведённое в данной работе, затрагивает три различных

области анализа и повышения качества биомедицинских изображений.

В области флуоресцентной микроскопии, получившей распространение

благодаря таким своим достоинствам, как высокий контраст получаемых изоб­

ражений, возможность избирательного окрашивания структур разной природы

в разные цвета и наблюдения за живыми образцами, к настоящему времени был

разработан ряд методов повышения разрешающей способности микроскопов.

Некоторые из них (конфокальная микроскопия, STED, SIM) требуют особого

оборудования, другие же (STORM, PALM, SOFI, SRRF, MUSICAL) появились

уже в последние годы и полагаются на использование специальных мигающих

красителей и вычислительные алгоритмы.

На сегодняшний день разработано множество эффективных методов по­

вышения резкости и восстановления смазанных изображений. Многие из них

требуют указания типа размытия для работы, и хотя за последние 20 лет

появились алгоритмы автоматического определения размытия по входному

изображению, чувствительность методов повышения резкости к шуму и ошиб­

кам в определении и указании типа и силы размытия остаётся значимым

фактором. Метод повышения резкости изображений с помощью деформации

пиксельной сетки не предназначен для решения задачи полноценного вос­
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становления смазанных изображений, но может служить в качестве этапа

постобработки восстановленного другим алгоритмом изображения, повышая

резкость без порождения артефактов на изображении. Выбор оптимальной

функции смещения пикселей позволяет регулировать эффективность обработ­

ки изображения.

С новым витком развития области науки в середине 2010-х годов и при по­

всеместном распространении алгоритмов на основе искусственного интеллекта

и глубокого обучения вопрос о влиянии качества входных данных на резуль­

таты обработки и о контроле качества этих данных снова получил высокую

актуальность. За последнее десятилетие были проведены исследования на те­

му целенаправленных атак на алгоритмы анализа данных с целью повлиять

на результаты их работы путём незаметного для человека изменения входных

данных и выработать методы защиты от таких атак. В то же время в обла­

сти медицинской диагностики заболеваний по рентгенограммам грудной клетки

за последние 10 лет были разработаны методы контроля некоторых условий

съёмки, изучено влияние качества снимков на точность диагностики некото­

рых заболеваний.

Методология и методы исследования.

В основе методологии исследования лежат методы математического

моделирования в обработке и анализе изображений, ряд вычислительных

экспериментов реализован в рамках задач машинного обучения и анализа изоб­

ражений с помощью искусственных и реальных данных.

Степень достоверности результатов

Достоверность результатов проведённых исследований обеспечивается

опорой на теоретическую базу, математической обоснованностью разработан­

ных методов, воспроизводимыми вычислительными экспериментами и тестиро­

ванием алгоритмов на искусственных и реальных данных. Значительная часть

данных, использованных для создания и тестирования разработанных методов,

находится в открытом доступе.

Апробация работы Основные результаты работы докладывались на:

1. 7-й Международной конференции по теории обработки изображений,

методам и приложениям «IPTA 2017» (Монреаль, Канада, 2017), где

работа получила награду за лучшую научную статью;

2. 7-м Европейском семинаре по обработке визуальной информации

«EUVIP 2018» (Тампере, Финляндия, 2018);
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3. 4-й Международной конференции по обработке биомедицинских изоб­

ражений и сигналов «ICBSP 2019» (Нагоя, Япония, 2019);

4. Всероссийской конференции «Ломоносовские чтения-2020» (Москва,

2020);

5. 6-й Международной конференции по обработке биомедицинских изоб­

ражений и сигналов «ICBSP 2021» (Сямынь, Китай, 2021);

Публикации

По теме исследования опубликовано 8 работ, из них 7 работ в изданиях,

идексируемых системой Scopus или Web of Science, и 1 работа, опубликован­

ная в ином издании.

Личный вклад

Все результаты работы получены автором лично под научным руковод­

ством д.ф.-м.н., проф. А.С. Крылова. В работах, написанных в соавторстве,

вклад автора работы в полученные результаты математического моделирова­

ния, численные методы и разработку комплекса программ является определяю­

щим и заключается в следующем: разработка предлагаемых математических

моделей и алгоритмов для анализа и повышения качества биомедицинских

изображений; создание программной реализации разработанных методов и

проведение вычислительных экспериментов. Анализ полученных результатов

проводился автором с частичной помощью соавторов, при этом вклад автора

был определяющим. Соавторы помогали автору с редактурой текста и его пе­

реводом на английский язык.

Основные положения, выносимые на защиту

1. Математическая модель и численный метод для повышения разреше­

ния изображений мигающей флуоресцентной микроскопии.

2. Метод повышения резкости медицинских изображений на основе де­

формации пиксельной сетки для различных математических моделей

оптического размытия изображений.

3. Метод автоматического анализа качества рентгенограмм грудной клет­

ки, основанный на нейросетевой оценке уровня жёсткости рентгенов­

ских снимков.

4. Программный комплекс, включающий модули повышения резкости

медицинских изображений, повышения разрешения изображений ми­

гающей флуоресцентной микроскопии и оценки уровня жёсткости
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рентгенограмм грудной клетки для задачи диагностики туберкулёза

лёгких.

Объем и структура работы. Диссертация состоит из введения, 4 глав,

заключения. Полный объём диссертации составляет 104 страницы, включая

47 рисунков и 9 таблиц. Список литературы содержит 94 наименования.
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Глава 1. Математическая модель и численный метод для

повышения разрешения изображений мигающей флуоресцентной

микроскопии

Флуоресцентная микроскопия обладает рядом достоинств, среди которых

высокая контрастность изображений и возможность маркировки разных струк­

тур разными красителями. Благодаря этому данный вид микроскопии получил

широкое распространение. Однако разрешающая способность микроскопа огра­

ничена дифракцией, а использование оптического диапазона длин волн делает

разрешающую способность изображений флуоресцентной микроскопии недоста­

точной для ряда современных задач. В связи с этим развиваются различные

подходы решения данной проблемы.

Двумя основными направлениями методов повышения разрешающей спо­

собности микроскопов являются восстановление размытых изображений и

повышение разрешения изображений. Получение изображения с более высоким

разрешением необходимо, если сам микроскоп не обеспечивает должного уве­

личения для различения мелких объектов. Если же микроскоп имеет сильное

увеличение, то основным препятствием становится дифракция света, поэтому

в таком случае задача устранения размытия выходит на передний план.

Использование стохастически мигающих флуорофоров даёт дополнитель­

ную информацию для анализа изображения и позволяет выделять сигналы

отдельных участков объекта или отдельных частиц флуорофора на фоне друг

друга при наличии временной серии изображений. В отличие от таких методов,

как SIM [1; 2], STED [3] и их модификации, этот подход не требует специального

оборудования, поэтому в настоящее время получил широкое распространение

и продолжает активно развиваться [4]. В этой главе рассматриваются мето­

ды повышения качества изображений флуоресцентной микроскопии на основе

анализа временной серии снимков образца, подсвеченного стохастически мигаю­

щим красителем. Пример последовательных кадров из рассматриваемых серий

изображений представлен на Рис. 1.1.

В последние годы в области флуоресцентной микроскопии было разрабо­

тано множество алгоритмов, основанных на различных подходах, для решения

задачи построения резкого изображения с высоким разрешением (см. [5—8]), в

том числе и с применением стохастически мигающих красителей. В частности,
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Рисунок 1.1 — Пример серии изображений, полученных с использованием ми­

гающих флуорофоров

алгоритмы PALM [9] и STORM [10] используют редко мигающие красители, что­

бы находить центры отдельных пятен в каждом кадре и строить карту молекул

флуорофора. Ограничением является требование низкой частоты мигания мо­

лекул и длинных серий снимков для визуализации всех участков изучаемого

объекта.

Алгоритм SRRF [11] анализирует векторное поле градиента интенсивно­

сти пикселей каждого изображения серии кадров и строит карту флуктуаций

«радиальности» этого поля.

Метод SOFI [12; 13] использует корреляцию и полуинварианты (см. [14;

15]) пикселей для уменьшения размытия и увеличения разрешения изображе­

ния. Однако он чувствителен к шуму, поэтому требует длинные последователь­

ности снимков, а также этап устранения остаточного размытия.

Алгоритмы SPARCOM [16] и COL0RME [17] используют ковариационную

матрицу серии изображений и предположение о разреженности в простран­

стве корреляций сигналов частиц флуорофора для достижения более высокого

пространственного разрешения и уменьшения требований к длине последова­

тельности изображений.

Метод MUSICAL [18] вдохновлён алгоритмом обработки радиолокацион­

ных сигналов MUSIC [19]. Он использует собственные вектора серии изображе­

ний для построения карты флуорофоров с высоким разрешением.

Другой подход предложен авторами 3B [20]. Их метод байесовского

анализа мигания и фотообесцвечивания моделирует изменение состояний флу­

орофоров и вычисляет расположение молекул. Однако его вычислительная

сложность очень высока, и для практического использования этого алгоритма

требуется кластерный компьютер.

Для рассматриваемой задачи повышения разрешения изображений также

разработаны методы, основанные на глубоком обучении. Например, свёрточная

нейронная сеть Deep-STORM [21] основана на архитектуре кодировщик-декоди­
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ровщик и напрямую создаёт изображения с высоким разрешением, тогда как

метод DLBI [22] сочетает в себе как глубокое обучение, так и байесовский вы­

вод, который уточняет результат нейронной сети.

Однако проблема всё ещё остаётся открытой, поэтому в данной дис­

сертационной работе разработан численный метод построения изображения

повышенного разрешения на основе последовательности изображений объекта,

подсвеченного стохастически мигающим красителем, и проведено сравнение его

эффективности с некоторыми другими современными методами.

1.1 Математическая модель искажения изображения

Модель искажения изображения флуоресцентной микроскопии имеет вид:

𝑦𝑖𝑗 = (𝐾𝑥+ 𝑛)𝑖𝑗 , 𝐾 = 𝐷𝐵,

где 𝑥—исходное резкое изображение высокого разрешения, 𝑦—наблюдаемое

изображение, 𝐾 — оператор размытия и понижения разрешения, действие ко­

торого эквивалентно последовательному действию оператора размытия 𝐵 и

оператора понижения разрешения 𝐷 (производящего, например, усреднение

групп соседних пикселей или простое прореживание пиксельной сетки изобра­

жения), а 𝑛— аддитивный шум с нормальным распределением.

1.1.1 Модель размытия изображения

Рассматриваемая модель размытия изображения имеет вид свёртки изоб­

ражения с ядром размытия:

𝑥′ (𝑝, 𝑞) = (𝐵 * 𝑥) (𝑝, 𝑞) =
∫︁ ∞
−∞

∫︁ ∞
−∞

𝐵 (𝑠,𝑡) 𝑥 (𝑝− 𝑠,𝑞 − 𝑡) 𝑑𝑠 𝑑𝑡,

где 𝑥—исходное резкое изображение, 𝑥′—искажённое изображение, 𝐵 —ядро

размытия (англ. point spread function, PSF), что в дискретном случае прини­

мает вид:
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𝑥′𝑖,𝑗 = (𝐵 * 𝑥)𝑖,𝑗 =
∞∑︁

𝑘=−∞

∞∑︁
𝑝=−∞

𝐵𝑘,𝑝 𝑥𝑖−𝑘,𝑗−𝑝.

1.1.2 Модель ядра размытия

Получившие широкое распространение конфокальные лазерные микро­

скопы позволяют, сканируя образец лазерным лучом, возбуждать молекулы

флуорофора в малых областях образца и получать в итоге более чёткое изобра­

жение, чем при подсветке всего образца сразу. Кроме того, флуоресцентное

излучение со смежных слоёв образца, находящихся не в фокусе объектива,

частично отсекается точечной диафрагмой, расположенной перед приёмником

света. Базовая схема такого микроскопа представлена на Рис. 1.2.

Рисунок 1.2 — Базовая схема конфокального лазерного сканирующего микро­

скопа. 1 — источник лазерного излучения; 2 — дихроичное зеркало, отражающее

излучение с определённой длиной волны; 3 — механизм управления направлени­

ем луча лазера; 4 — линза объектива; 5 — механизм управления расстоянием от

объектива до образца; 6 — точечная диафрагма; 7 — детектор флуоресцентного

излучения.
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Благодаря поточечной подсветке, ядро размытия в лазерном сканирую­

щем микроскопе 𝑃𝑆𝐹𝑒𝑓𝑓 определяется произведением ядра размытия лазерного

луча подсветки образца 𝑃𝑆𝐹𝑒𝑥𝑐 и ядра размытия объектива 𝑃𝑆𝐹𝑒𝑚 (см. [23]).

Каждое из этих ядер симметрично и задаётся формулами:

𝑃𝑆𝐹 (𝑟, 𝑟0) = 𝐼0 ·
(︂
2 · 𝐽1 (𝑣)

𝑣

)︂2

,

𝑣 =
2 · π · 𝐴 · |𝑟 − 𝑟0|

λ
,

𝐽1(𝑣) =
∞∑︁
𝑛=0

(−1)𝑛 𝑥2𝑛+1

22𝑛+1𝑛! (𝑛+ 1)!
,

где 𝐼0—нормирующий множитель, 𝐽1—функция Бесселя первого рода первого

порядка, 𝐴—числовая апертура фокусирующей линзы, 𝑟— точка в плоскости

изображения, 𝑟0—центр ядра размытия в плоскости изображения, λ—длина

волны лазера подсветки или флуоресцентного излучения.

Характер отдельного ядра размытия 𝑃𝑆𝐹 (𝑟, 𝑟0) определён дифракцией

света, наиболее освещённая центральная область плоскости изображения ядра

называется диском Эйри. Расстояние 𝑑𝑎 между ближайшими к центру этого

ядра нулями называется диаметром диска Эйри (англ. airy unit, AU) и равно
µ·λ
π·𝐴 , где µ—наименьший положительный нуль функции Бесселя первого рода

первого порядка.

Итоговое ядро размытия получаемого микроскопом изображения имеет

вид 𝑃𝑆𝐹𝑒𝑓𝑓 (𝑟) = 𝑃𝑆𝐹𝑒𝑥𝑐 (𝑟,𝑟0,𝑒𝑥𝑐) · 𝑃𝑆𝐹𝑒𝑚 (𝑟,𝑟0,𝑒𝑚), где 𝑟— точка на изображе­

нии, 𝑟0,𝑒𝑥𝑐, 𝑟0,𝑒𝑚—центры ядер размытия лазера подсветки и флуоресцентного

излучения соответственно (см. Рис. 1.3).

1.2 Описание данных

1.2.1 Источники данных

Искусственные данные были подготовлены с помощью инструмента для

симуляции процесса получения серий снимков мигающей флуоресцентной
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микроскопии SOFI Simulation Tool [24], модифицированного для получения

структуры в виде сходящихся отрезков.

Экспериментальные данные были получены в сотрудничестве с биологами

Токийского университета с помощью микроскопа Zeiss LSM 880 с детектором

Airyscan [23], состоящим из 32 сенсоров, и мигающего флуоресцентного красите­

ля HMSiR [25]. Набор данных представлял собой 32 синхронных серии снимков

с разных сенсоров микроскопа. Серии изображений были предварительно сов­

мещены и преобразованы в одну, как описано далее.

1.2.2 Детектор Airyscan

Так как итоговое ядро размытия лазерного сканирующего микроскопа

представляет собой произведение ядра размытия луча подсветки и ядра размы­

тия излучения объекта (см. п. 1.1.2), то при смещении детектора излучённого

света в сторону от оптической оси микроскопа результирующее ядро размы­

тия будет меняться, становясь более узким в центральной части, но приобретая

более весомый «хвост», как показано на Рис. 1.4. На этом принципе основана

работа детектора Airyscan.

Рисунок 1.3 — Нормированные

профили ядер размытия лазера

подсветки (𝑃𝑆𝐹𝑒𝑥𝑐), объектива

(𝑃𝑆𝐹𝑒𝑚) и микроскопа (𝑃𝑆𝐹𝑒𝑓𝑓)

Рисунок 1.4 — Изменение профиля

ядра размытия при смещении детек­

тора излучаемого образцов света от

оптической оси

Изображение получается синхронно 32 детекторами: одним центральным

и расположенными вокруг него тремя кольцами детекторов (Рис. 1.5). Сум­

марный размер детектора Airyscan равен 1.25 диаметра диска Эйри, а размер
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одного элемента равен 1.25 𝑑𝑎
6 . Затем изображения с детекторов смещаются

в сторону оптической оси с тем, чтобы положения максимумов ядер размы­

тия детекторов совпали. Этот процесс называется переназначением пикселей

(англ. pixel reassignment) [26]. Величина смещения 𝑣 изображения с одного де­

тектора 𝑖 к центру определяется согласно формулам:

𝑣 = − 1

1 + β
· 1.25 𝑑𝑎

6
· 𝑣𝑖,

β =
λ𝑒𝑚

λ𝑒𝑥𝑐
,

где 𝑣𝑖— относительное смещение детектора 𝑖 от оптической оси в размерах де­

тектора, λ𝑒𝑚 и λ𝑒𝑥𝑐—длины волн излучённого света и подсветки. После этого

изображения суммируются, образуя изображение с более узким ядром размы­

тия (Рис. 1.6) и повышенным отношением уровня сигнала к шуму.

Рисунок 1.5 — Схема детектора

Airyscan. Сенсоры расположены в

центрах правильных шестиугольни­

ков

Рисунок 1.6 — Нормированные про­

фили ядер размытия обычного

широкопольного (синий), конфо­

кального сканирующего (красный)

микроскопов и микроскопа с детек­

тором Airyscan (зелёный)

За счёт такого подхода достигается резкость конфокальных сканирующих

микроскопов одновременно с высоким уровнем сигнала обычных широкополь­

ных микроскопов, что позволяет делать длинные серии снимков с высокой

частотой кадров. Примеры ядер размытия для центрального элемента и эле­

ментов каждого из колец Airyscan представлены на Рис. 1.7.
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а) Центр б) Внутреннее

кольцо

в) Среднее

кольцо

г) Внешнее

кольцо

Рисунок 1.7 — Нормированные по яркости ядра размытия для элементов из

разных слоёв детектора Airyscan

1.3 Рассматриваемые методы повышения качества изображений

мигающей флуоресцентной микроскопии

В данном параграфе рассматривается ряд современных методов повы­

шения разрешения и резкости флуоресцентных изображений, полученных с

использованием мигающих красителей. Далее следует описание их базовых

принципов.

1.3.1 Визуализация оптических флуктуаций сверхвысокого

разрешения (SOFI)

Метод SOFI (super-resolution optical fluctuation imaging) [12; 13] основан

на рассмотрении интенсивностей излучения молекул флуорофора как незави­

симых случайных величин и для получения резкого изображения повышенного

разрешения использует полуинварианты (англ. cumulants) — коэффициенты

разложения в степенной ряд логарифма характеристической функции случай­

ной величины, которые также могут быть выражены через моменты этой

случайной величины (см. [14; 15]).

В рамках этого подхода рассматриваются 𝑁 независимо мигающих флу­

орофоров, находящихся в позициях r𝑘. Их яркости меняются со временем по

закону ε𝑘 · 𝑠𝑘(𝑡), а итоговая интенсивность в позиции 𝑟 задаётся следующим

образом:
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𝑁∑︁
𝑘=1

δ(r− r𝑘) · ε𝑘 · 𝑠𝑘(𝑡), δ (r− r𝑘) =

⎧⎨⎩1, r = r𝑘,

0, r ̸= r𝑘,

где ε𝑘 —постоянная яркость молекулы красителя, а 𝑠𝑘(𝑡)— зависящая от вре­

мени функция.

Считая, что позиции молекул флуорофора не меняются со временем, а

ядро размытия изображения 𝑈(r) одинаково для всех участков изображения,

интенсивность 𝐹 (r,𝑡) в позиции 𝑟 в момент времени 𝑡 можно записать в сле­

дующем виде:

𝐹 (r,𝑡) =
𝑁∑︁
𝑘=1

𝑈(r− r𝑘) · ε𝑘 · 𝑠𝑘(𝑡).

Изменение интенсивности также может быть выражено как флуктуации

с нулевым математическим ожиданием:

δ𝐹 (r,𝑡) = 𝐹 (r,𝑡)− ⟨𝐹 (r,𝑡)⟩𝑡 =

=
∑︁
𝑘

𝑈 (r− r𝑘) · ε𝑘 · [𝑠𝑘 (𝑡)− ⟨𝑠𝑘 (𝑡)⟩𝑡] =

=
∑︁
𝑘

𝑈 (r− r𝑘) · ε𝑘 · δ𝑠𝑘 (𝑡),

где ⟨. . .⟩𝑡 означает усреднение по времени. Тогда результат работы алгоритма

SOFI 2-порядка определяется значением автокорреляционной функции измене­

ния интенсивности δ𝐹 (r,𝑡) и задаётся формулой:

𝐺2 (r,τ) = ⟨δ𝐹 (r,𝑡+ τ) · δ𝐹 (r,𝑡)⟩𝑡 =

=
∑︁
𝑗,𝑘

𝑈 (r− r𝑗)𝑈 (r− r𝑘) · ε𝑗 · ε𝑘 · ⟨δ𝑠𝑗 (𝑡+ τ) δ𝑠𝑘 (𝑡)⟩𝑡 =

=
∑︁
𝑘

𝑈 2 (r− r𝑘) · ε2𝑘 · ⟨δ𝑠𝑘 (𝑡+ τ) δ𝑠𝑘 (𝑡)⟩𝑡.

Последний переход обусловлен независимостью сигналов от молекул кра­

сителя из разных участков образца, перекрёстные члены суммы принимают

нулевые значения для всех r и τ.

Как видно из последнего уравнения, автокорреляционная функция

имеет вид свёртки некоторого резкого изображения, задаваемого формулой
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∑︀𝑁
𝑘=1 δ(r− r𝑘) · ε2𝑘 · ⟨δ𝑠𝑘 (𝑡+ τ) δ𝑠𝑘 (𝑡)⟩𝑡, с квадратом исходного ядра размытия.

Благодаря тому, что полная ширина на полувысоте (англ. full width at half

maximum, FWHM) возведённого в степень α > 1 ядра меньше, чем у исходного

ядра, результат работы алгоритма SOFI обладает более высокой резкостью,

чем необработанное изображение, а также позволяет достичь лучшего резуль­

тата при дальнейшем восстановлении размытого изображения из-за усиленных

высоких частот в спектре изображения. В частности, в случае гауссовского

размытия квадрат ядра размытия в
√
2 раз у́же самого ядра.

Можно заметить, что при τ = 0 значение 𝐺2 (r,τ) совпадает с полуинва­

риантом второго порядка, который равен дисперсии величины δ𝐹 (r,𝑡).

Для порядков SOFI выше второго используется не автокорреляционная

функция, а полуинварианты соответствующих порядков, так как в противном

случае перекрёстные члены в сумме остаются.

Хотя теоретического ограничения на степень повышения резкости нет, на

практике используются полуинварианты порядков не выше четвёртого из-за ро­

ста влияния шума на результат с ростом порядка полуинварианта. А поскольку

результат преобразования содержит не яркость молекул, а значения, завися­

щие от колебания яркости, которые могут быть в том числе равными нулю или

меньше него, то только полуинвариант второго порядка (дисперсия яркости)

даёт наиболее устойчивый результат с минимальной потерей данных и деталей

изображения. Это и обусловило выбор второго порядка SOFI для проведения

сравнения методов.

При замене полуинвариантов на смешанные полуинварианты (англ. joint

cumulants) — коэффициенты разложения в степенной ряд логарифма харак­

теристической функции случайного вектора, составленного из нескольких

случайных величин (см. [15]) — получившийся алгоритм XC-SOFI 𝑛-го поряд­

ка [13], помимо повышения резкости, обеспечивает и повышение разрешения

в 𝑛 раз. В этом случае в преобразовании участвует несколько соседних пик­

селей изображения. В частности, для второго порядка получаем следующее

выражение:
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𝑋𝐶2 (r1,r2,τ1,τ2) =

=
𝑁∑︁
𝑖=1

𝑈 (r1 − r𝑖)𝑈 (r2 − r𝑖) · ε2𝑘 · ⟨δ𝑠𝑖 (𝑡+ τ1) δ𝑠𝑖 (𝑡+ τ2)⟩𝑡 =

= 𝑈

(︂
r1 − r2√

2

)︂ 𝑁∑︁
𝑖=1

𝑈 2

(︂
r1 + r2

2
− r𝑖

)︂
· ε2𝑖 · ⟨δ𝑠𝑖 (𝑡+ τ1) δ𝑠𝑖 (𝑡+ τ2)⟩𝑡.

Отсюда видно, что:

1. Позиция результирующего пикселя лежит между двумя пикселями,

участвующими в преобразовании.

2. Результирующий пиксель имеет дополнительный множитель 𝑈
(︁
r1−r2√

2

)︁
,

поэтому необходимо произвести перевзвешивание результирующего

изображения для приведения уровня яркости разных групп пикселей к

одному. При неизвестном ядре размытия это можно сделать, например,

нормировав яркости пикселей каждой группы на среднее отклонение

или математическое ожидание их яркостей.

Для более высоких порядков формула приобретает вид:

𝑋𝐶𝑛 (r1,. . . ,r𝑛,τ1,. . . ,τ𝑛) =

=
𝑛∏︁
𝑗<𝑙

𝑈

(︂
r𝑗 − r𝑙√

𝑛

)︂
·

𝑁∑︁
𝑖=1

𝑈𝑛

(︂∑︀𝑛
𝑘 r𝑘
𝑛
− r𝑖

)︂
· ε𝑛𝑖 · 𝑤𝑖(τ1, . . . ,τ𝑛),

где 𝑤𝑖— смешанный полуинвариант функций 𝑠𝑖(𝑡) порядка 𝑛.

1.3.2 Алгоритм классификации множественных сигналов для

флуоресцентной микроскопии сверхвысокого разрешения MUSICAL

Метод повышения разрешения и резкости изображений MUSICAL

(Multiple signal classification algorithm for super-resolution fluorescence

microscopy) [18] основан на методе разделения нескольких сигналов MUSIC [19].

В рамках этого метода интенсивность 𝑛-го пикселя 𝑘-го кадра (1 ⩽ 𝑘 ⩽ 𝐾,

где𝐾 — общее число изображений в обрабатываемой серии) задаётся формулой
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𝐼𝑘 (�⃗�𝑛) =

∫︁ 𝑦𝑛+
𝑤
2

𝑦𝑛−𝑤
2

∫︁ 𝑥𝑛+
𝑤
2

𝑥𝑛−𝑤
2

𝑀∑︁
𝑚=1

𝐺 (�⃗�𝑛,�⃗�
′
𝑚) 𝑠𝑚 (𝑘) 𝑑𝑥 𝑑𝑦 ≈

𝑀∑︁
𝑚=1

𝑤2 𝐺 (�⃗�𝑛,�⃗�
′
𝑚) 𝑠𝑚 (𝑘),

где �⃗�𝑛 = (𝑥𝑛,𝑦𝑛)—позиция 𝑛-го пикселя в плоскости изображения, 𝑤—длина

его стороны, �⃗� ′𝑚—позиция 𝑚-го флуорофора в плоскости образца, 𝑠𝑚 (𝑘) ⩾ 0—

суммарное излучение от 𝑚-го флуорофора за время выдержки 𝑘-го кадра (при

этом ∃𝑘 : 𝑠𝑚 (𝑘) > 0), а𝐺 (�⃗�,�⃗� ′) ⩾ 0—функция, определяющая ядро размытия,

отображающая интенсивность излучения из точки �⃗� ′ в плоскости образца в

точку �⃗� в плоскости изображения.

Таким образом, интенсивности всех пикселей 𝑘-го изображения могут

быть записаны в виде матричного уравнения: 𝐼𝑘 = G𝑠𝑘, где

𝐼𝑘 =
[︁
𝐼𝑘 (�⃗�1) 𝐼𝑘 (�⃗�2) · · · 𝐼𝑘 (�⃗�𝑁)

]︁T
,

G = 𝑤2
[︁
𝐺 (�⃗� ′1) 𝐺 (�⃗� ′2) · · · 𝐺 (�⃗� ′𝑀)

]︁
,

𝐺 (�⃗� ′) =
[︁
𝐺 (�⃗�1,�⃗�

′) 𝐺 (�⃗�2,�⃗�
′) · · · 𝐺 (�⃗�𝑁 ,�⃗�

′)
]︁T

,

𝑠𝑘 =
[︁
𝑠1 (𝑘) 𝑠2 (𝑘) · · · 𝑠𝑀 (𝑘)

]︁T
.

Полный набор изображений может быть записан матрицей

I =
[︁
𝐼1 𝐼2 · · · 𝐼𝐾

]︁
= G ·

[︁
𝑠1 𝑠2 · · · 𝑠𝐾

]︁
.

Отсюда видно, что каждый столбец матрицы I— это линейная комбина­

ция столбцов матрицы G, а пространство столбцов матрицы I, являющееся

линейной оболочкой полученных изображений, определяется пространством

столбцов матрицы I. Одновременно с этим пространство столбцов матрицы I

задаётся левыми сингулярными векторами из сингулярного разложения этой

матрицы, у которых соответствующие им сингулярные числа не равны нулю:

{𝑢σ𝑖 ̸=0}.
Если I—матрица неполного ранга, то существует линейное простран­

ство векторов {𝑢σ𝑖=0}, ортогональное пространству столбцов матрицы I, и

выполняется 𝐺 (�⃗� ′𝑚) · 𝑢σ𝑖=0 = 0 для всех 𝑚. При условии, что флуорофо­

ры мигают независимо, одному элементу из
{︀
𝐺 (�⃗� ′𝑚) ;𝑚 = 1;𝑀

}︀
соответствует

один и только один элемент из {𝑢σ𝑖 ̸=0}. Поэтому вектора 𝐺 (�⃗� ′) для позиций
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�⃗� ′ /∈
{︀
�⃗� ′𝑚, 𝑚 = 1;𝑀

}︀
имеют ненулевую проекцию на линейное пространство

векторов {𝑢σ𝑖=0}.
В случае полного ранга выбирается некоторый порог σ0 и за базис

пространства столбцов матрицы берётся множество {𝑢σ𝑖⩾σ0
}, а за базис ортого­

нального сигналу пространства — {𝑢σ𝑖<σ0
}. Обусловлен такой подход тем, что

разные вектора 𝑢σ𝑖
соответствуют разным структурным деталям изображений,

соответствующие им σ2
𝑖 определяют энергию (силу) этих векторов, а вектора

с низкой энергией могут быть сильно искажены шумом и не могут считаться

надёжными при восстановлении изображения высокого разрешения.

Для проверки условий принадлежности вектора𝐺 (�⃗� ′) к
{︀
𝐺 (�⃗� ′𝑚) ;𝑚 = 1;𝑀

}︀
в MUSICAL используется индикаторная функция с параметром α, отвечаю­

щим за контраст:

𝑓 (�⃗� ′𝑡𝑒𝑠𝑡) =

(︂
𝑑𝑃𝑅 (�⃗� ′𝑡𝑒𝑠𝑡)

𝑑𝑃𝑁 (�⃗� ′𝑡𝑒𝑠𝑡)

)︂α

,

𝑑𝑃𝑅 (�⃗� ′𝑡𝑒𝑠𝑡) =

√︃∑︁
σ𝑖⩾σ0

‖𝐺 (�⃗� ′𝑡𝑒𝑠𝑡) · 𝑢𝑖‖
2
,

𝑑𝑃𝑁 (�⃗� ′𝑡𝑒𝑠𝑡) =

√︃∑︁
σ𝑖<σ0

‖𝐺 (�⃗� ′𝑡𝑒𝑠𝑡) · 𝑢𝑖‖
2
.

Значения такой индикаторной функции будут тем больше, чем ближе точ­

ка �⃗� ′ к позиции одного из 𝑚 флуорофоров. Посчитав значения этой функции

для всех пикселей изображения высокого разрешения, можно построить своего

рода карту расположения молекул флуорофоров.

Для ускорения работы алгоритма и устойчивости определения базиса про­

странства сигнала алгоритм MUSICAL обрабатывает изображение не целиком,

а с использованием скользящего окна, сопоставимого по размеру с диаметром

ядра размытия, с дальнейшим усреднением значений индикаторной функции

в областях перекрытия окон.
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1.3.3 Байесовский анализ мигания и фотообесцвечивания 3B

Метод локализации молекул флуорофора 3B [20] использует скрытую

марковскую модель для представления перехода флуорофора между тремя

состояниями («излучает», «не излучает», «разрушен») и делает вывод о присут­

ствии флуорофора в точке на основе отношения вероятности его присутствия

(событие ℱ) в этой точке при учёте наблюдаемых данных 𝐷 к вероятности его

отсутствия (событие 𝒩 ) при тех же данных: 𝑝(ℱ|𝐷)
𝑝(𝒩|𝐷) =

𝑝(𝐷|ℱ)𝑝(ℱ)
𝑝(𝐷|𝒩 )𝑝(𝒩 ) . Так как 𝑝 (ℱ)

и 𝑝 (𝒩 ) постоянные, то оценить нужно только вероятности 𝑝 (𝐷|ℱ) и 𝑝 (𝐷|𝒩 ).

Последнее — это вероятность наблюдения данных при учёте наличия в них толь­

ко шума известной модели (например, шума с нормальным распределением).

Первая величина вычисляется следующим образом:

𝑝 (𝐷|ℱ) =
∫︁
𝑎∈R4

∫︁
𝑏∈Z𝑁

3

𝑝 (𝐷,𝑎,𝑏|ℱ) 𝑑𝑏 𝑑𝑎,

где 𝑎— 4 параметра каждого флуорофора (координаты в плоскости изображе­

ния, яркость и размер), 𝑏—набор состояний флуорофора в каждом кадре, 𝑁 —

число кадров. Вероятность 𝑝 (𝐷,𝑎,𝑏|ℱ) равна произведению вероятности получе­

ния наблюдаемых данных при условии наличия флуорофора в рассматриваемой

точке на априорные вероятности параметров 𝑎 и 𝑏. Априорные вероятности

координат флуорофоров заданы равномерным распределением на рассматри­

ваемой области изображения и нулём вне этой области. Размер изображения

флуорофора имеет логнормальное априорное распределение с параметрами

σ = 0.1 и µ таким, чтобы мода распределения имела значение полной ширины

на полувысоте заданного ядра размытия. Априорное распределение яркости

флуорофора тоже логнормальное, с параметрами σ = 3 и µ = 1. Априорное

распределение состояния флуорофора в первом кадре задано так, чтобы вероят­

ности состояний «излучает» и «не излучает» были равновероятными, а событие

«флуорофор разрушен»— невозможным. Дальнейшие априорные вероятности

вычисляются с использованием скрытой марковской модели в зависимости от

предыдущих состояний.

Для модели с 𝑀 частиц флуорофора уравнение приобретает вид:

𝑝 (𝐷|ℱ𝑀) =

∫︁
𝑎∈R4·𝑀

∫︁
𝑏∈Z𝑁 ·𝑀

3

𝑝 (𝐷,𝑎,𝑏|ℱ𝑀) 𝑑𝑏 𝑑𝑎.
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Из-за большого объёма вычислений в случае многих молекул интегриро­

вание по 𝑎 проводится приближённо методом Лапласа (описание метода можно

найти в [27]), а интеграл по 𝑏 оценивается с помощью генерации выборки {𝑏𝑖}𝑛𝑖=1

методом Монте-Карло по схеме марковской цепи.

1.4 Численный метод повышения разрешения и резкости

изображений

В ходе выполнения исследования нами был разработан и реализован ите­

рационный алгоритм повышения резкости и разрешения изображений на основе

байесовского подхода.

В основе метода лежит предположение о том, что интенсивности пик­

селей резкого изображения можно рассмотреть как независимые случайные

величины, а серию резких изображений— как результат серии наблюдений этих

случайных величин. Влияние дифракции представлено свёрткой резкого изоб­

ражения с одним и тем же ядром для всех пикселей и всех кадров, а полученные

размытые снимки содержат высокочастотный шум.

В рамках предлагаемого подхода размытые зашумлённые изображе­

ния серии рассматриваются как наблюдаемые переменные, соответствующие

им исходные резкие изображения— как скрытые, а среднее значение и дис­

персия интенсивности каждого пикселя исходной серии изображений— как

неизвестные параметры распределения интенсивности этого пикселя. Затем

эти параметры распределений интенсивностей пикселей вычисляются с помо­

щью байесовского алгоритма. При этом полученные дисперсии интенсивностей

можно трактовать как высококонтрастную карту объектов с изменяющейся

яркостью, на которой подсвеченный мигающим флуорофором образец будет

присутствовать, а постоянный фон— нет.

На вход разработанного алгоритма поступает набор размытых и зашум­

лённых изображений 𝑌 = {𝑦𝑡}𝑇𝑡=1, 𝑦
𝑡 ∈ R𝑙, ему соответствует неизвестный набор

резких изображений высокого разрешения 𝑋 = {𝑥𝑡}𝑇𝑡=1, 𝑥
𝑡 ∈ R𝑛. Благодаря

природе шума, его можно моделировать случайным процессом с нормальным

распределением [28]. Поэтому в данном пункте считается, что 𝑦𝑡 ∼ 𝑁(𝐾𝑥𝑡,Θ−1),

где 𝐾 ∈ R𝑙×𝑛— оператор свёртки и понижения разрешения (имеет вид мат­
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рицы Тёплица с элементами ядра размытия на диагоналях, умноженной на

матрицу понижения разрешения слева), а Θ ∈ R𝑛×𝑛— обратная ковариаци­

онная матрица шума, диагональная из-за попиксельной независимости шума.

Предполагается, что вследствие малого размера молекул флуорофора в каждом

пикселе изображения может находиться достаточно много независимо мигаю­

щих молекул, чтобы можно было приблизить распределение суммарной яркости

точки нормальным распределением: 𝑥𝑡 ∼ 𝑁(µ,Λ−1), где µ ∈ R𝑛— средняя по

всем кадрам яркость объекта, а Λ ∈ R𝑛×𝑛— обратная ковариационная матри­

ца мерцания объекта.

Финальным результатом работы алгоритма являются оценки средней яр­

кости образца µ и диагонали ковариационной матрицы Λ−1, квадратные корни

элементов которой является стандартными отклонениями яркостей точек рез­

ких изображений.

Рассматривая 𝑋, µ и Λ как скрытые переменные, можно записать их сов­

местное апостериорное распределение:

𝑝 (𝑋,µ,Λ|𝑌,Θ) =
𝑝 (𝑌 |𝑋,Θ) 𝑝 (𝑋|µ,Λ) 𝑝 (µ) 𝑝 (Λ)

𝑝 (𝑌 |Θ)
.

Для нахождения распределений µ и Λ и матрицы Θ максимизируется

правдоподобие набора кадров:

𝑝 (𝑌 |Θ)→ max
𝑝(𝑋,µ,Λ|𝑌,Θ),Θ

с помощью EM-алгоритма [29] с использованием аппроксимации среднего поля

(англ. mean field approximation) [30].

Апостериорное совместное распределение аппроксимируется факторизуе­

мой плотностью вероятности:

𝑝 (𝑋,µ,Λ|𝑌,Θ) ≈ 𝑞 (𝑋,µ,Λ) =
𝑇∏︁
𝑡=1

𝑞1,𝑡
(︀
𝑥𝑡
)︀
· 𝑞2 (µ) · 𝑞3 (Λ),

где в качестве множителей 𝑞1,𝑡 (𝑥
𝑡) и 𝑞2 (µ) используются нормальные распреде­

ления, а для 𝑞3 (Λ)—распределение Уишарта.

Априорные распределения 𝑝 (µ) и 𝑝 (Λ) в рамках исследования задаются

следующим образом:
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µ ∼ 𝑁
(︀
𝑚0, η

−1
0 𝐼𝑛

)︀
,

Λ ∼ 𝑊 (𝑊0,ν0) =
1

𝐶
|Λ|

ν0−𝑛−1
2 exp

(︂
−1
2
𝑡𝑟
[︀
𝑊−1

0 Λ
]︀)︂

,

где 𝑊 (· · · )—распределение Уишарта, 𝐼𝑛— единичная матрица, 𝑚0 ∈ R𝑛,

η0, ν0 ∈ R и 𝑊0 ∈ R𝑛×𝑛—параметры метода, а 𝐶 —нормировочная константа.

Такой выбор априорных распределений и семейств распределений 𝑞1,𝑡 (𝑥
𝑡),

𝑞2 (µ) и 𝑞3 (Λ) обусловлен желанием получить аналитические выражения для

обновления параметров распределений 𝑞1,𝑡 (𝑥
𝑡), 𝑞2 (µ) и 𝑞3 (Λ) и параметра Θ.

Однако в то же время для µ после преобразований такое априорное распреде­

ление эквивалентно добавлению стабилизатора вида η0
2 ‖𝑥 − 𝑚0‖2 на E-шаге

EM-алгоритма.

При таких условиях необходимая для работы алгоритма оптимизации

совместная плотность вероятности наблюдаемых размытых зашумлённых изоб­

ражений и соответствующих им «скрытых» резких изображений, включая

среднюю яркость и дисперсию мерцания, имеет следующий вид:

𝑝 (𝑌,𝑋,µ,Λ|Θ) =
𝑇∏︁
𝑡=1

(︃
|Θ| · |Λ|
(2π)𝑙+𝑛

)︃ 1
2

exp

⎛⎜⎝− 1

2

(︀
𝑦𝑡 −𝐾𝑥𝑡

)︀T
Θ
(︀
𝑦𝑡 −𝐾𝑥𝑡

)︀
−

− 1

2

(︀
𝑥𝑡 − µ

)︀T
Λ
(︀
𝑥𝑡 − µ

)︀
⎞⎟⎠ ·

·
(︁η0

2π

)︁𝑛
2

exp

(︂
−1
2
(µ−𝑚0)

T
η0𝐼𝑛 (µ−𝑚0)

)︂
·

· 1
𝐶
|Λ|

ν0−𝑛−1
2 exp

(︂
−1
2
𝑡𝑟
[︀
𝑊−1

0 Λ
]︀)︂

.

Тогда параметры распределений 𝑋, µ и Λ и матрица Θ находятся итера­

ционным алгоритмом, который на каждом шаге пересчитывает их по очереди

в соответствии с уравнениями:

log 𝑞1,𝑘
(︀
𝑥𝑘
)︀
= E{𝑥𝑡∖𝑘},µ,Λ log 𝑝 (𝑌,𝑋,µ,Λ | Θ) + 𝐶1,𝑘,

log 𝑞2 (µ) = E{𝑥𝑡},Λ log 𝑝 (𝑌,𝑋,µ,Λ | Θ) + 𝐶2,

log 𝑞3 (Λ) = E{𝑥𝑡},µ log 𝑝 (𝑌,𝑋,µ,Λ | Θ) + 𝐶3,

Θ = argmax
Θ

E{𝑥𝑡},µ,Λ log 𝑝 (𝑌,𝑋,µ,Λ | Θ),

где {𝐶1,𝑘}𝑇𝑘=1, 𝐶2 и 𝐶3—нормировочные константы.
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Итоговый алгоритм выглядит следующим образом:

1. Задаются начальные приближения некоторых параметров искомых рас­

пределений µ и Λ и матрицуΘ: Eµ← E𝑦𝑡, EΛ← 𝑑𝑖𝑎𝑔 (𝐷 (𝑦𝑡)),Θ← θ𝐼𝑙,

где θ— эмпирическая оценка шума, выполненная в пустой области изоб­

ражения.

2. В течение 𝑅 итераций происходит обновление параметров искомых рас­

пределений:

𝑞1,𝑡
(︀
𝑥𝑡
)︀
: Σ𝑥𝑡 ←

(︀
𝐾TΘ𝐾 + EΛ

)︀−1
, E𝑥𝑡 ← Σ𝑥𝑡 ·

(︀
𝐾TΘ𝑦𝑡 + EΛ · Eµ

)︀
;

𝑞2 (µ) : Σµ ← (𝑇 · EΛ + η0𝐼𝑛)
−1 , Eµ← Σµ ·

(︃
EΛ ·

𝑇∑︁
𝑡=1

E𝑥𝑡 + η0𝐼𝑛𝑚0

)︃
;

𝑞3 (Λ) : 𝑊 (𝑊 ′,𝑣′) , 𝑣′ ← 𝑣0 + 𝑇,

𝑊 ′ ←

(︃
𝑊−1

0 +
𝑇∑︁
𝑡=1

[︃
Σ𝑥𝑡 + E𝑥𝑡

(︀
E𝑥𝑡
)︀T − E𝑥𝑡 (Eµ)T−

− Eµ
(︀
E𝑥𝑡
)︀T

+ Σµ + Eµ (Eµ)T

]︃)︃−1
,

EΛ← 𝑣′𝑊 ′;

Θ𝑖𝑖 ←

(︃
1

𝑇

𝑇∑︁
𝑡=1

[︁(︀(︀
𝐾E𝑥𝑡 − 𝑦𝑡

)︀
𝑖

)︀2
+
(︀
𝐾Σ𝑥𝑡𝐾T

)︀
𝑖𝑖

]︁)︃−1
.

В качестве оценок средней яркости образца и карты мерцания его точек

используются величины Eµ и (EΛ)−1 соответственно.
Для ускорения работы алгоритма он может быть запущен без учёта повы­

шения разрешения, а затем полученный результат после простой интерполяции

может быть использован в качестве начального приближения при нахождении

изображения повышенного разрешения.

1.5 Эксперименты и результаты

В ходе исследования методы SOFI, MUSICAL и разработанный итераци­

онный алгоритм были реализованы на языке программирования Python. Для

получения результатов обработки изображений алгоритмом 3B было использо­

вано программное обеспечение от авторов этого метода (доступно по ссылке

http://www.coxphysics.com/3b).

http://www.coxphysics.com/3b
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При тестировании алгоритма SOFI для уменьшения влияния простран­

ственно некоррелированного шума на интенсивность пикселей результирующе­

го изображения был выбран его вариант XC-SOFI, применяющий смешанные

полуинварианты. Для каждого пикселя исходного изображения вычислялись

смешанные полуинварианты второго порядка его ближайших соседних пик­

селей, расположенных напротив друг друга, а затем полученные величины

усреднялись.

Было проведено тестирование рассматриваемых алгоритмов на искус­

ственных и реальных данных, примеры результатов обработки представлены

на Рис. 1.8 и 1.9. Разработанный итерационный метод был ускорен с использо­

ванием технологии Nvidia CUDA, тестирование остальных методов проводилось

на ЭВМ с четырёхядерным процессором Intel Core i5 6500. Среднее время

работы на представленных данных составило для XC-SOFI второго порядка

вместе с дальнейшим устранением размытия— 2 секунды, для 3B— 45 ми­

нут, для разработанного итерационного метода — 2 минуты, для MUSICAL—

1 минута. Использовались значения параметров 𝑚0 = (0, . . . , 0)T, η0 = 10−6,

𝑣0 = 10−5 + 𝑛 + 1, 𝑊0 = 108𝐼𝑛, 𝑅 = 128.

Сравнение показало следующее:

1. результаты работы алгоритма 3B страдают от потери информации, по­

лучаемый результат не окупает долгое время работы алгоритма;

2. XC-SOFI является самым быстрым из рассмотренных, однако он

сильно зависят от используемого алгоритма устранения размытия, а

варианты метода порядков выше второго страдают от потери инфор­

мации;

3. разработанный метод повышения качества изображений хорошо вос­

станавливает детали, однако с ростом степени повышения разрешения

объём вычислений растёт крайне быстро, что ограничивает возможно­

сти по повышению разрешения;

4. алгоритм MUSICAL, несмотря на меньшую резкость результатов (на­

личие остаточного размытия), хорошо восстанавливает детали и может

быть использован при жёстких ограничениях по времени; однако ре­

зультат его работы содержит лишь некий показатель наличия молекул

флуорофора, поэтому он может использоваться только для локализа­

ции объектов, но не определения их физических свойств.
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а) Карта молекул

флуорофора

б) Пример одного

изображения серии

в) Усреднённое по

времени изображение

г) Устранение

размытия на Рис. 1.8в

методом Люси-

Ричардсона [31]

д) XC-SOFI порядка 2 е) Устранение

размытия на Рис. 1.8д

методом Люси-

Ричардсона

ж) XC-SOFI порядка 3 и) Устранение

размытия на Рис. 1.8ж

методом Люси-

Ричардсона

к) 3B

л) Разработанный

метод, средняя яркость

м) Разработанный

метод, стандартные

отклонения яркости

н) MUSICAL

Рисунок 1.8 — Примеры изображений из искусственного набора данных и ре­

зультаты работы рассмотренных алгоритмов

1.6 Выводы

В данной главе была предложена математическая модель и разработан

численный метод для повышения разрешения изображений мигающей флуо­

ресцентной микроскопии. Разработанный алгоритм показал качество работы,

сопоставимое с результатами алгоритма MUSICAL. Его преимуществом являет­

ся более высокая резкость полученных клеточных структур, а также имеющие

физический смысл восстановленные яркость и дисперсия яркости точек.
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а) Один кадр серии б) Усреднённое по

времени изображение

в) Устранение

размытия на Рис. 1.9б

методом Люси-

Ричардсона

г) XC-SOFI порядка 2 д) Устранение

размытия на Рис. 1.9г

методом

Люси-Ричардсона

е) XC-SOFI порядка 3

ж) 3B и) Разработанный

метод, стандартные

отклонения яркости

к) MUSICAL

Рисунок 1.9 — Примеры изображений из реального набора данных и результаты

работы рассмотренных алгоритмов
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Глава 2. Повышение резкости медицинских изображений методом

деформации пиксельной сетки

На практике часто возникает необходимость повышения резкости изобра­

жений по разным причинам: из-за физических ограничений оптических систем

и сенсоров камер или из-за сложных условий получения изображений. Повы­

шение резкости изображений— это сложная некорректно поставленная задача

восстановления резкого изображения из заданного размытого и зашумлённого

изображения. Разработаны регуляризирующие алгоритмы для реконструкции

исходного изображения при условии, что ядро размытия и шум известны с

достаточной точностью, а также для реконструкции исходного изображения

вместе с одновременной оценкой ядра размытия при отсутствии информации о

нём (см. [32]). В последнем случае для эффективной работы метода необходима

информация о классе «естественных» изображений. Обычно такие алгоритмы

реконструкции имеют параметры, которые определяют баланс между резко­

стью результата и вероятностью усиления шума или возникновения эффекта

ложного оконтуривания. Кроме того, создан ряд методов глубокого обучения

для непосредственного восстановления резких изображений (см. [33]), а также

для устранения артефактов шума после восстановления изображения классиче­

скими алгоритмами и для оценки распределения «естественных» изображений,

которое может применяться в классических регуляризирующих алгоритмах

устранения размытия (см. [34]).

Несмотря на это, сложностью при решении задачи устранения размы­

тия остаётся то, что реальные изображения, помимо размытия, подвержены

квантованию, артефактам дебайеризации и другим искажениям. Кроме того,

модельный шум может не в полной мере соответствовать шуму на реальных

изображениях, а разработанные для одних видов изображений методы могут

показывать плохое качество обработки изображений из другой области.

Особо остро стоит вопрос обработки медицинских изображений из-за

высокой цены ошибки в этой сфере деятельности. Повышение резкости меди­

цинских изображений положительно влияет на их наглядность, но в то же

время артефакты обработки могут снижать качество диагностики (см., на­

пример, [35] и [36]). Так как зачастую сложно достичь компромисса между

резкостью результата и уровнем артефактов, то сохраняется актуальность со­
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здания алгоритмов повышения резкости медицинских изображений, которые

при этом не снижают качество удалённых от контуров областей изображения

и минимизируют число артефактов на результирующем изображении.

В отличие от наиболее распространённых методов повышения резкости

(обращение свёртки, нерезкое маскирование), деформационный метод, пред­

ставленный в [37] и затем доработанный в [38; 39], не меняет значения

интенсивности пикселей напрямую, а сдвигает сами пиксели в окрестности

контуров изображений ближе к этим контурам (см. Рис 2.1 и 2.2). Этот под­

ход изменяет изображение только в окрестности контуров и не имеет таких

недостатков, свойственных некоторым другим методам, как усиление шума и

возникновение эффекта ложного оконтуривания (эффекта Гиббса).

а) Профиль контура б) Классический метод в) Деформационный

метод

Рисунок 2.1 — Принцип работы классических методов и деформационного ме­

тода повышения резкости изображений в одномерном случае

Рисунок 2.2 — Принцип работы деформационного метода повышения резко­

сти изображений в двумерном случае: смещение пикселей окрестности контура

(чёрные пиксели) по направлению к контуру (белые пиксели)
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В данной главе рассматривается деформационный алгоритм повышения

резкости изображения [38; 39] и набор из 24 тестовых изображений из базы

TID2013 [40], размытых с разной интенсивностью с использованием трёх мо­

делей реалистичных ядер оптического размытия. Целью является нахождение

оптимальной функции смещения для каждой модели ядра размытия.

2.1 Модели реалистичных ядер размытия изображений

Рассматривается следующая математическая модель размытия изображе­

ния:

𝐼 ′ (𝑥, 𝑦) = (𝐼 * 𝑓) (𝑥, 𝑦) =
∫︁ ∞
−∞

∫︁ ∞
−∞

𝐼 (𝑠,𝑡) 𝑓 (𝑥− 𝑠,𝑦 − 𝑡) 𝑑𝑠 𝑑𝑡,

где 𝐼 —исходное резкое изображение, 𝐼 ′—размытое изображение, 𝑓 —ядро раз­

мытия. В дискретном случае она принимает вид:

𝐼 ′𝑖,𝑗 = (𝐼 * 𝑓)𝑖,𝑗 =
∞∑︁

𝑘=−∞

∞∑︁
𝑙=−∞

𝐼𝑘,𝑙 𝑓𝑖−𝑘,𝑗−𝑙.

В процессе исследования рассматривались три типа ядер оптического раз­

мытия, возникающих на практике: ядро, определяемое функцией Гаусса; и два

ядра, которые часто возникают в реальных изображения, полученных с помо­

щью фотокамер в случае нахождения объекта вне плоскости фокусировки.

Гауссово ядро выбрано по той причине, что оно соответствует одной из

наиболее распространённых моделей размытия изображения, а также потому,

что такое ядро (или очень близкое к нему) можно встретить в изображениях,

полученных с помощью ряда оптических систем.

Согласно модели Зейделя, существует пять основных видов оптических

аберраций [41] (примеры этих аберраций представлены на Рис. 2.3):

1. сферическая аберрация;

2. кома;

3. астигматизм;

4. кривизна поля изображения;

5. дисторсия.
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Ядра, отвечающие сферическим аберрациям, также можно аппроксимировать

гауссовым ядром [41—43], что послужило дополнительным аргументом в пользу

рассмотрения этого ядра.

а) Сферическая аберрация б) Кома

в) Астигматизм г) Кривизна поля изображения

д) Дисторсия

Рисунок 2.3 — Виды оптических аберраций [43]

Помимо этих пяти аберраций также встречаются просто расфокуси­

рованные изображения, либо же расфокусированные участки изображений,

полученных с использованием камер с малой глубиной резкости изображаемого

пространства. В таком случае полученное изображение точки упрощённо имеет

вид круга с приблизительно равномерной яркостью, однако также может иметь

увеличение яркости в центре или на краях (что выглядит как круг с кольцом).
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Таким образом, ядро размытия часто имеет упрощённо вид круга или круга

с ярким кольцом на границе. Конкретный вид зависит в том числе от поло­

жения объекта на изображении относительно области, находящейся в фокусе.

Примеры этого эффекта приведены на Рис. 2.4.

а) Объект за

областью резкости

б) Объект перед

областью резкости

Рисунок 2.4 — Примеры эффекта расфокусировки

Ниже приведено описание использованных в ходе исследования моделей

ядер размытия с параметрами σ и 𝑟:

1. Гауссово ядро. Задаётся формулой

𝑓σ (𝑥,𝑦) =
1

2πσ2
exp

(︂
−𝑥

2 + 𝑦2

2σ2

)︂
.

2. Ядро типа «круг». Задаётся формулой

𝑓𝑟 (𝑥,𝑦) =

⎧⎨⎩1, 𝑥2 + 𝑦2 ⩽ 𝑟2,

0, иначе.

3. Ядро типа «круг с кольцом». Задаётся формулой

𝑓𝑟(𝑥, 𝑦) =

⎧⎪⎪⎪⎨⎪⎪⎪⎩
0.25, 𝑥2 + 𝑦2 ⩽ 0.75𝑟2,

1, 0.75𝑟2 < 𝑥2 + 𝑦2 ⩽ 𝑟2,

0, иначе.

Примеры этих ядер представлены на Рис. 2.5.
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а) Гауссово ядро

(Г)

б) Ядро типа

«круг» (К)

в) Ядро типа «круг

с кольцом» (КЦ)

Рисунок 2.5 — Рассматриваемые ядра размытия

2.2 Построение тестового набора изображений

Для разработки метода повышения резкости использовались 24 базо­

вых естественных изображения из набора изображений TID2013 [40], который

является одним из стандартных наборов данных для тестирования методов об­

работки изображений. Изображения представлены на Рис. 2.6.

Рисунок 2.6 — Базовые изображения из набора TID2013

При построении тестового набора к каждому изображению, переведён­

ному в градации серого, применялся оператор свёртки с каждым из трёх

рассматриваемых типов ядер размытия с разными значениями параметров раз­

мытия. Для ядер типа «круг» и «круг с кольцом» параметр 𝑟 изменялся в

пределах от 1.5 до 5 пикселей с шагом 0.5 пикселя. Для гауссова ядра параметр

σ изменялся в пределах от 0.75 до 2.5 с шагом 0.25. В результате для каждого
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типа размытия был сформирован набор из 192 изображений. Примеры изобра­

жений приведены на Рис. 2.7.

а) Гауссово ядро,

σ = 2.5

б) Ядро типа «круг»,

𝑟 = 2.5

в) Ядро типа «круг с

кольцом», 𝑟 = 2.5

Рисунок 2.7 — Фрагменты размытых изображений из сформированного набора

данных

2.3 Деформационный метод повышения резкости изображений

В процессе работы алгоритма:

1. на изображении обнаруживаются контуры алгоритмом Кэнни [44],

2. оценивается значение параметра размытия (например, методами, опи­

санными в [45], [46], [47], [48] или [49]),

3. производится вычисление векторов смещения пикселей в окрестности

обнаруженных контуров по направлению к этим контурам,

4. в соответствии с вычисленным векторным полем смещений деформи­

руется пиксельная сетка,

5. полученный результат проецируется на равномерную сетку выходного

изображения с помощью интерполяции.

2.3.1 Вычисление векторов смещений узлов пиксельной сетки

Направление и величина смещения пикселей задаётся функцией смещения

𝑑 (𝑥), 𝑥𝑛𝑒𝑤 ← 𝑥𝑜𝑙𝑑 + 𝑑(𝑥𝑜𝑙𝑑). Ниже приведены требования к функции 𝑑 (𝑥) и

способ её нахождения, предложенные в работе [38].
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В одномерном случае, если центр контура находится в точке 𝑥 = 0, век­

тора смещения определяются функцией близости 𝑝 (𝑥) = 1 + 𝑑 ′(𝑥). Функция

𝑝(𝑥) выражает расстояние между соседними пикселями изображения: если её

значение меньше 1, в точке 𝑥 уплотнение; если больше 1— разрежение. Для

недеформированных изображений 𝑝(𝑥) ≡ 1. Тогда функция смещения может

быть выражена через 𝑝 (𝑥) с помощью уравнения:

𝑑 (𝑥) =

∫︁ 𝑥

−∞
(𝑝 (𝑦)− 1) 𝑑𝑦.

Пример функции близости и результата смещения пикселей с её помощью при­

ведён на Рис. 2.8.

Рисунок 2.8 — Пример функции близости и результата смещения пикселей с её

помощью

Чтобы взаимное расположение точек при смещении не менялось, для

функции 𝑑(𝑥) должно быть выполнено 𝑥1 < 𝑥2 ⇒ 𝑥1 + 𝑑(𝑥1) ⩽ 𝑥2 + 𝑑(𝑥2).

Отсюда получаем ограничение 𝑑 ′ (𝑥) ⩾ −1. Также деформироваться должна

только сетка вблизи контуров, поэтому 𝑑 (𝑥) → 0 при |𝑥| → ∞.

В двумерном случае смещение задаётся векторным полем 𝑑(𝑥,𝑦), которое

удовлетворяет уравнению 𝑝 (𝑥,𝑦) = 1 + 𝑑𝑖𝑣 𝑑(𝑥,𝑦). Помимо этого, во избежа­

ние возникновения завихрений требуется ограничение 𝑟𝑜𝑡 𝑑 = 0, а так как
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𝑟𝑜𝑡∇𝑢 ≡ 0, то, если функция 𝑝(𝑥, 𝑦) известна, векторное поле смещений можно

представить как 𝑑 (𝑥,𝑦) = ∇𝑢 (𝑥,𝑦), где функция 𝑢 (𝑥,𝑦) является решением

уравнения {︃
Δ𝑢 = 𝑝 (𝑥,𝑦)− 1,

𝑢 |Γ= 0,

где Γ— граница изображения.

Недостатком такого подхода является то, что контуры на изображении

подвергаются смещению вместе с остальными пикселями. Поэтому в рабо­

те [39] предлагается для двумерного случая использовать функцию смещения

одной переменной для построения функции смещения на плоскости с опорой

на найденные контуры с учётом расстояния пикселя до ближайших контуров

и величины градиента на этих контурах:

𝑑 (𝑥,𝑦) =

∑︀
(𝑥𝑒,𝑦𝑒)∈𝑁(𝑥,𝑦) 𝑑 (𝑥𝑛)𝐺̃︀σ (𝑥𝑡) �⃗� (𝑥𝑒,𝑦𝑒)∑︀

(𝑥𝑒,𝑦𝑒)∈𝑁(𝑥,𝑦)𝐺̃︀σ (𝑥𝑡) |⃗𝑔 (𝑥𝑒,𝑦𝑒)| .

где 𝑁 (𝑥,𝑦)— это множество точек контуров в окрестности т. (𝑥, 𝑦); 𝑥𝑛 и 𝑥𝑡— это

проекции вектора (𝑥− 𝑥𝑒, 𝑦 − 𝑦𝑒) на вектор градиента изображения �⃗� (𝑥𝑒,𝑦𝑒) и

на нормаль к нему соответственно; а𝐺̃︀σ (𝑥) = 1̃︀σ√2π exp
(︁
−𝑥2

2̃︀σ2

)︁
, где ̃︀σ—настраива­

емый параметр, для которого в ходе выполнения исследования использовалось

значение, равное 2.5 параметрам размытия.

Таким образом, можно перейти к работе с функцией смещения напрямую

и проанализировать её влияние на результаты работы деформационного алго­

ритма повышения резкости.

2.3.2 Интерполяция на равномерную сетку

Интерполяция с деформированной сетки на исходную равномерную осу­

ществляется следующим образом (см. Рис. 2.9 и [37]). Значение интенсивности

пикселя обработанного изображения 𝐼𝑤(𝑃 ) вычисляется как взвешенная сумма

значений интенсивностей пикселей смещённой сетки в окрестности пикселя 𝑃

𝑁 (𝑃 ) = {𝑄 : |𝑄− 𝑃 | ⩽ ρ }:
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𝐼𝑤(𝑃 ) =

∑︀
𝑄∈𝑁(𝑃 )

1
|𝑃−𝑄|𝐼(𝑄)∑︀

𝑄∈𝑁(𝑃 )
1

|𝑃−𝑄|
.

В рамках выполнения диссертационной работы значение ρ было приня­

то равным 1.5.

а) Смещение пикселей б) Наложение

деформированной

сетки на равномерную

в) Интерполяция

Рисунок 2.9 — Фрагменты размытых изображений из сформированного набора

данных

2.4 Модели функции смещения

В данной работе предлагаются две новые модели функции смещения:

1. 𝑑2 (𝑥; 𝑎, 𝑏, 𝑐) =

⎧⎪⎪⎪⎪⎨⎪⎪⎪⎪⎩

𝑐

𝑎
𝑥, |𝑥| < 𝑎,

𝑐
𝑏− |𝑥|
𝑏− 𝑎

· 𝑠𝑖𝑔𝑛 (𝑥) , 𝑎 ⩽ |𝑥| < 𝑏,

0, |𝑥| ⩾ 𝑏;

2. 𝑑1 (𝑥; 𝑎, 𝑐) = 𝑑2 (𝑥; 𝑎, 1.5𝑎, 𝑐).

Также была рассмотрена и использована для оценки повышения эффек­

тивности алгоритма модель функции смещения, соответствующая функции

близости, использованной в [38; 39]:

𝑑0 (𝑥; 𝑠) = 𝑠
√
π
[︀
𝑒𝑟𝑓

(︀
𝑥
2𝑠

)︀
− 𝑒𝑟𝑓

(︀
𝑥
𝑠

)︀]︀
, где 𝑒𝑟𝑓(𝑥) = 2√

π

∫︀ 𝑥

0 𝑒−𝑡
2

𝑑𝑡.

При этом величина 𝑥— это расстояние от точки до контура, делённое на

параметр ядра размытия, что позволяет масштабировать функцию для разных

уровней размытия без изменения самих параметров 𝑎, 𝑏, 𝑐 и 𝑠.
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Пример функции 𝑑2(𝑥; 𝑎, 𝑏, 𝑐) приведёт на Рис. 2.10.

Рисунок 2.10 — Вид функции смещения 𝑑2(𝑥; 𝑎,𝑏,𝑐)

2.5 Методика поиска оптимальных функций смещения

Проводился поиск оптимальных параметров рассматриваемых малопара­

метрических (одно- и двухпараметрических) моделей функций смещения для

разных типов размытия, а затем— сравнительный анализ результатов обработ­

ки размытых изображений деформационным методом повышения резкости с

использованием полученных результатов.

Для нахождения оптимальных параметров проводилась минимизация

среднего значения показателя RMSE по всем изображениям для одного типа

размытия:

1

|𝑉 |
∑︁
𝑉

𝑅𝑀𝑆𝐸 (𝑢,𝑣)→ min
𝑧
, 𝑅𝑀𝑆𝐸 (𝑢,𝑣) =

√︃
1

𝑊𝐻

∑︁
𝑖,𝑗

(𝑢𝑖𝑗 − 𝑣𝑖𝑗)
2,

а в качестве показателя качества — значение 𝑃𝑆𝑁𝑅 (𝑢,𝑣) = 10·log10
(︁

2552

𝑀𝑆𝐸(𝑢,𝑣)

)︁
.

Здесь 𝑣—размытое изображение, обработанное методом повышения рез­

кости, 𝑢— соответствующее ему истинное резкое изображение, 𝑉 —множество

всех размытых изображений для одного ядра размытия, 𝑊 и 𝐻 —ширина и

высота изображения в пикселях соответственно, 𝑧 — соответствующие рассмат­

риваемой функции смещения параметры из множества {𝑎, 𝑏, 𝑐, 𝑠}.
Для решения задачи минимизации применялся метод Нелдера-Мида [50].

Число итераций было ограничено числом 100, минимальный шаг был установ­

лен в 10−3. С начальным приближением 𝑎 = 1, 𝑏 = 1.5, 𝑐 = 0.5, 𝑠 = 1 процесс
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оптимизации завершился примерно на 50-й итерации. Было сделано несколько

запусков процесса оптимизации с разными начальными приближениями для

достижения глобального оптимума.

2.6 Результаты экспериментов

В ходе экспериментов было установлено, что наилучшие результаты дости­

гаются при 𝑎 = −𝑐. Такое соотношение параметров обеспечивает наибольшее

смещение пикселей в районе контура без нарушения ограничения на произ­

водную функции смещения. Поэтому в дальнейшем это соотношение всегда

выполняется, что позволяет перейти к модели с двумя (функция 𝑑2(𝑥; 𝑎,𝑏,𝑐 =

−𝑎)) и одним (функция 𝑑1(𝑥; 𝑎,𝑐 = −𝑎)) параметрами.
Усреднённые по набору изображений значения PSNR входных размытых и

обработанных изображений для функций смещения 𝑑0 (𝑥) и 𝑑2 (𝑥) с оптимальны­

ми параметрами приведены в Табл. 1. Из неё видно, что предложенная функция

𝑑2 (𝑥) позволяет достичь более качественного результата. Условные обозначения

типов ядер размытия: Г — гауссово ядро, К— «круг», КЦ— «круг с кольцом».

В Табл. 2 представлены показатели среднего прироста PSNR (ISNR) отно­

сительно размытых изображений для вариантов алгоритма на основе функции

смещения с 2 и с 1 параметром. Модуль относительной разницы не превышает

4.2%, а в среднем равен 1.1%, что позволяет говорить о сравнимом качестве

работы обоих вариантов метода и возможности использовать однопараметри­

ческий вариант без значительных потерь в качестве. Оптимальные значения

параметра 𝑎 однопараметрического метода с функцией 𝑑1 (𝑥) для гауссова яд­

ра размытия, ядра типа «круг» и ядра типа «круг с кольцом» составили 1.28,

1.12 и 1.16 соответственно.

Дополнительный анализ изменения среднего ISNR (прироста показателя

PSNR) показал, что при несильном отклонении параметра от оптимального зна­

чения качество результирующего изображения снижается слабо (см. Рис. 2.11).

На Рис. 2.12 и 2.13 приведены примеры результата обработки медицин­

ского изображения полученным методом. Видно повышение резкости контуров

сосудов и диска зрительного нерва.
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Таблица 2 — Средние значения прироста PSNR для изображений, обработанных

с использованием функции смещения 𝑑2 (𝑥) и 𝑑1 (𝑥), по сравнению с размытыми

изображениями

𝑑2 (𝑥) 𝑑1 (𝑥)

Сила
размытия

Г К КЦ Г К КЦ

1 0.299 0.210 0.308 0.299 0.204 0.321

2 0.325 0.266 0.362 0.325 0.272 0.361

3 0.337 0.322 0.400 0.337 0.324 0.386

4 0.327 0.307 0.364 0.327 0.306 0.354

5 0.316 0.312 0.358 0.316 0.309 0.351

6 0.307 0.296 0.336 0.307 0.293 0.331

7 0.306 0.291 0.327 0.306 0.290 0.321

8 0.301 0.279 0.313 0.301 0.278 0.305

Среднее 0.315 0.285 0.346 0.315 0.285 0.341

2.7 Выводы

В рамках исследования в данный главе разработан малопараметрический

метод повышения резкости медицинских изображений на основе деформации

пиксельной сетки для различных математических моделей оптического размы­

тия изображений. Предложенные для метода функции смещения 𝑑2 (𝑥) и 𝑑1 (𝑥)

демонстрируют улучшение качества обработки изображений по сравнению с

оригинальной функцией 𝑑0 (𝑥), выражаемое в приросте показателя PNSR, в

среднем на 27%. Вариант алгоритма на основе однопараметрической функция

смещения 𝑑1 (𝑥) почти не отличается от двухпараметрического варианта ка­

чеством результатов, благодаря чему его можно использовать для всех трёх

рассмотренных ядер размытия.
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Рисунок 2.11 — Изменение ISNR (прироста показателя PSNR) при относитель­

ном изменении параметра 𝑎

а) Входное изображение б) Обработанное

изображение

Рисунок 2.12 — Применение деформационного алгоритма с использованием

функции смещения 𝑑1 (𝑥) как шага постобработки в задаче повышения разре­

шения медицинских изображений
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а) Входное изображение б) Обработанное

изображение

Рисунок 2.13 — Применение деформационного алгоритма с использованием

функции смещения 𝑑1 (𝑥) как шага постобработки в задаче повышения разре­

шения медицинских изображений
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Глава 3. Нейросетевой алгоритм контроля качества рентгеновских

снимков грудной клетки в задаче диагностики туберкулёза лёгких

Согласно клиническим рекомендациям Минздрава России, одним из

первых этапов выявления и диагностики туберкулёза лёгких является рентгено­

флюорографическое исследование [51]. При этом в последние годы в практику

внедряются компьютерные системы автоматической обработки медицинских

данных и диагностики заболеваний на основе искусственного интеллекта, в том

числе в категории флюорографии [52—55].

Одной из актуальных задач при применении методов глубокого обучения

в медицинской диагностике является анализ и предобработка входных данных.

Необходим контроль соответствия входной информации и применяемого обу­

ченного (обучаемого) метода глубокого обучения. Это, например, требуется при

контроле наличия адверсативных атак на данные [56].

Контроль качества рентгеновских снимков грудной клетки на основании

разных параметров важен для полноценного анализа снимка и постановки пра­

вильного диагноза. Автоматическое определение контроля пространственных

условий снимка (позы пациента, положения грудной клетки в кадре и т.п.) рас­

сматривается в работах [57—59]. В работе [60] изучено влияние качества снимка

на результаты автоматической диагностики COVID-19.

В данной главе контроль входных рентгеновских снимков используется

для проверки соответствия уровня облучения снимка уровню, требуемому для

качественной диагностики туберкулёза лёгких. Рассматриваются:

1. задача автоматического определения уровня жёсткости рентгеновского

снимка грудной клетки с помощью нейросетевого алгоритма;

2. влияние предварительной фильтрации обучающей и валидационной

выборок на качество работы алгоритма классификации в задаче диагно­

стики туберкулёза лёгких по рентгеновским снимкам грудной клетки.

Несмотря на то, что использование при анализе рентгенограммы грудной

клетки, помимо фронтальной, также и боковой проекции повышает качество

анализа, в том числе компьютерного, прирост качества для разных задач

разный и далеко не всегда значительный [61; 62]. Кроме того, на практике в по­

давляющем числе случаев имеются только снимки, сделанные во фронтальной
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проекции [63], поэтому в рамках данной главы рассматриваются фронтальные

изображения грудной клетки.

3.1 Метод оценки жёсткости рентгеновских снимков грудной

клетки

При изучении рентгеновских снимков грудной клетки, и в частности при

диагностике туберкулёза лёгких, важным фактором является жёсткость сним­

ка, так как она напрямую влияет на его информативность [64; 65]. Уровень

жёсткости обусловлен дозой радиации, длиной волны излучения и особенностя­

ми тела пациента. При условии правильного контрастирования снимка уровень

жёсткости можно определить визуально, подсчитав число отчётливо видимых

на снимке верхних грудных позвонков: оптимальному уровню в задаче диа­

гностики туберкулёза лёгких соответствуют 3-4 видимых позвонка, а меньшее

или большее число свидетельствует о том, что снимок слишком мягкий или

жёсткий [65; 66]. Пример рентгеновского изображения позвоночного столба с

указанием номеров позвонков приведён на Рис. 3.1, а примеры снимков разно­

го уровня жёсткости представлены на Рис. 3.2.

Рисунок 3.1 — Пример рентгеновского изображения позвоночника с номерами

шейных (C) и грудных (T) позвонков
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а) Мягкий снимок б) Нормальный снимок в) Жёсткий снимок

Рисунок 3.2 — Примеры рентгеновских снимков грудной клетки разной жёст­

кости

Настоящее исследование развивает идеи работы [67], где было показано,

что оптимизация алгоритма диагностики заболеваний по рентгеновскому сним­

ку грудной клетки для работы с изображениями близкой жёсткости вместе с

автоматическим контролем качества рентгеновских изображений позволяет до­

стичь точности классификации выше, чем у алгоритма, созданного в расчёте на

обработку разнородных по уровню жёсткости изображений. В ходе выполнения

данного исследования был применён полностью нейросетевой подход.

Предлагаемый метод оценки жёсткости включает 2 этапа: обучение и

применение. В процессе обучения нейросетевая модель, являющаяся основой

метода, однократно настраивается с целью оптимального решения задачи и со­

храняется для дальнейшего использования. На этапе применения происходит

непосредственный анализ изображений.

Процесс обучения выглядит следующим образом:

1. предобработка входных данных;

2. итерационный процесс минимизации функции потерь (функционала,

отображающего выходные значения нейросетевой модели в показатель

их близости к оптимальным значениям для решения задачи) повторе­

нием шагов:

а) подача предобработанных выходных данных на вход нейросе­

тевой модели и получение её выходных значений;

б) получение значения функции потерь для данных выходных

значений модели и входных данных;

в) шаг оптимизации;

г) замер качества работы алгоритма;
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д) проверка условия ранней остановки процесса минимизации;

3. сохранение модели.

Процесс применения метода состоит из следующих шагов:

1. предобработка входных данных;

2. подача предобработанных выходных данных на вход нейросетевой мо­

дели и получение её выходных значений.

3.1.1 Использованные данные

При решении рассматриваемой задачи были использованы 2 набора рент­

генограмм грудной клетки, снятых во фронтальной проекции.

Первый набор изображений был собран в сотрудничестве с медиками из

НПЦ «Фтизиатрия» им. Е.Н. Андреева в г. Якутске и применялся для обучения

нейросетевой модели для определения жёсткости рентгенограмм.

Второй набор был сформирован из двух наиболее часто используемых

при разработке методов компьютерной диагностики туберкулёза лёгких общедо­

ступных наборов рентгенограмм, ставших, можно сказать, эталонными [68—71]:

Montgomery County [72] и Shenzhen [73]. Так как в большинстве работ наборы

Montgomery County и Shenzhen используются вместе [68; 69], то было при­

нято решение их объединить и обозначать «Montgomery-Shenzhen» (MC-SZ).

Полученный набор снимков использовался для оценки качества работы разрабо­

танного алгоритма на снимках, сделанных в других медицинских учреждениях,

на другом оборудовании и при других условиях.

Набор рентгенограмм грудной клетки Sakha-TB*

Набор состоит из 1298 рентгеновских снимков грудной клетки больных

туберкулёзом лёгких пациентов, собранных в нескольких медицинских учре­

ждениях Республики Саха (Якутия) при помощи стационарных и переносных

комплексов оборудования и очищенных от персональной информации. Разреше­

ние изображений разнится и находится в диапазоне примерно от 2000x2000 до
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3000x3000 пикселей. Большинство рентгенограмм имеет глубину цвета 16 бит,

у остальных снимков она равна 8 битам.

Для дальнейшей работы глубина цвета снимков предварительно была при­

ведена к 8 битам, а разрешение путём усреднения соседних пикселей было

уменьшено в целое число раз до достижения значений около 1000x1000. Одно­

временно была проведена нормализация диапазона интенсивности пикселей с

отсечением (англ. clipping) по 0.5% пикселей с каждого конца гистограммы изоб­

ражения и обрезкой по 1.5% пикселей с каждой стороны изображений, чтобы

увеличить долю диапазона допустимых значений 8 бит информации, приходя­

щуюся на внутренние органы грудной клетки. Примеры снимков приведены

на Рис. 3.3.

Подмножество снимков этого набора вместе с рентгенограммами грудной

клетки здоровых пациентов было выложено для использования в открытый

доступ под названием Sakha-TB (см. п. 4.4). Использованный же в этой главе

набор рентгенограмм ниже обозначен как Sakha-TB*.

Рисунок 3.3 — Примеры изображений из набора Sakha-TB*

Набор рентгенограмм грудной клетки Montgomery-Shenzhen

Набор изображений Montgomery County (далее MC) предоставляется

Национальной библиотекой медицины Национальных институтов здравоохра­
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нения США и собран Министерством здравоохранения и социальных служб

США в округе Монтгомери штата Мэриленд. Он содержит рентгеновские сним­

ки грудной клетки в оттенках серого с глубиной цвета 8 бит в формате PNG

с разрешением 4020x4892 пикселей и их метки соответствия 2 классам: 80

рентгенограмм здоровых и 58 рентгенограмм больных туберкулёзом лёгких

пациентов.

Набор изображений Shenzhen (далее SZ) предоставляется Национальной

библиотекой медицины Национальных институтов здравоохранения США и со­

бран Медицинским колледжем провинции Гуандун в Народном госпитале № 3

г. Шэньчжэнь в КНР. Он содержит рентгеновские снимки грудной клетки в

оттенках серого с глубиной цвета 8 бит в формате PNG с различным разреше­

нием (примерно 3000x3000 пикселей) и их метки соответствия 2 классам: 326

рентгенограмм здоровых и 336 рентгенограмм больных туберкулёзом лёгких

пациентов.

Примеры снимков объединённого набор приведены на Рис. 3.4.

Аннотирование данных

Оба набора данных (Sakha-TB*, собранный в рамках исследования, и

MC-SZ) были размечены врачом-рентгенологом из НПЦ «Фтизиатрия» им.

Е.Н. Андреева в г. Якутске. В рамках процедуры каждому изображению ста­

вился в соответствие его уровень жёсткости, выраженный числом отчётливо

видимых на этом снимке верхних грудных позвонков. Распределение изображе­

ний по такому показателю жёсткости представлено на Рис. 3.5-3.6.

3.1.2 Адаптивная предобработка входных изображений

Хотя финальным критерием при определении уровня жёсткости рентге­

новского снимка грудной клетки является число чётко контурируемых верхних

грудных позвонков [65; 66], для определения уровня контрастности перед иссле­

дованием требуется обращать внимание на видимость других областей грудной
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а) Здоровые пациенты

б) Пациенты, больные туберкулёзом лёгких

Рисунок 3.4 — Примеры изображений из объединённого набора

Montgomery-Shenzhen (MC-SZ)

клетки (например, на элементы лёгочного рисунка) и органов [66]. На осно­

вании этого было принято решение не ограничивать область исследования на

снимках пределами грудной клетки, а рассматривать изображения целиком.

Так как условия получения снимка, характеристики тела пациента и

принципы считывания сигнала и хранения информации каждого конкретного

устройства могут сильно влиять на характер рентгеновских изображений, перед

подачей их на вход алгоритма определения жёсткости необходим этап предобра­

ботки. В ходе выполнения исследования был разработан алгоритм адаптивного

контрастирования, который заключается в последовательности следующих ша­

гов:

1. автоматическое контрастирование изображения:

ℎ (𝑥) = 255 · 𝑥− 𝑝0.5
𝑝99.5 − 𝑝0.5

,
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Рисунок 3.5 — Гистограмма распределения снимков набора Sakha-TB* по числу

отчётливо видимых позвонков

Рисунок 3.6 — Гистограмма распределения снимков набора MC-SZ по числу

отчётливо видимых позвонков

где 𝑥— значение интенсивности пикселя входного изображения, 𝑝0.5 и

𝑝99.5— это 0.5%- и 99.5%-процентили значений интенсивности всех пик­

селей изображения;

2. автоматическая гамма-коррекция интенсивности пикселей изображе­

ния:

𝑔 (𝑥) = 255 ·
(︁ 𝑥

255

)︁γ
, γ = logµ/255 0.5,

где µ— средняя интенсивность всего изображения;

3. уменьшение изображения до входного разрешения, используемого ней­

ронной сетью, при помощи билинейной интерполяции;
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4. опциональный шаг глобальной или локальной (CLAHE [74]) эквали­

зации гистограммы. Размер стороны квадратного окна в пикселях,

использованного в методе локальной эквализации гистограммы, пря­

мо зависел от размера стороны изображения и составлял 1
2𝑛 от него,

где 𝑛 ∈ N—параметр метода. Влияние наличия этого шага и размера

окна на качество работы алгоритма анализа качества рентгенограмм

будет показано ниже. В качестве порога для ограничения контрастно­

сти при локальной эквализации гистограммы применялась величина,

равная 0.01 от площади окна в пикселях. Базовая схема применяемо­

го метода локальной эквализации гистограммы CLAHE приведена на

Рис. 3.7.

Рисунок 3.7 — Базовая схема алгоритма контрастно-ограниченной эквализации

гистограммы CLAHE

Такой алгоритм позволяет приблизить диапазоны входных изображений

друг к другу и повысить видимость участков, важных для анализа рентгено­

граммы. Примеры результатов работы алгоритма с разными параметрами шага

4 представлены на Рис. 3.8.
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а) Исходные изображения

б) Предобработка без эквализации гистограммы

в) Предобработка с глобальной эквализацией гистограммы

г) Предобработка с локальной эквализацией гистограммы, 𝑛 = 1

д) Предобработка с локальной эквализацией гистограммы, 𝑛 = 3

Рисунок 3.8 — Примеры результатов предварительной обработки рентгено­

грамм

3.1.3 Метод определения жёсткости рентгеновских снимков

грудной клетки

Так как уровень жёсткости рентгеновского снимка— это упорядоченная

величина, для сохранения отношений упорядоченности между классами зада­

ча его определения рассматривалась как задача порядковой регрессии (также

иногда называется порядковой классификацией) [75; 76].
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Для решения задачи автоматического определения жёсткости рентгенов­

ского снимка грудной клетки был разработан нейросетевой метод. На вход

алгоритма поступает рентгеновский снимок грудной клетки и подвергается пре­

добработке, затем при помощи нейронной сети ему ставится в соответствие

вещественное число на отрезке [0, 1], которое является внутренним безразмер­

ным показателем жёсткости снимка, на основании которого после сравнения

с настраиваемыми порогами изображение относится к одному из рассматри­

ваемых классов жёсткости. Пороги являются частью модели и настраиваются

вместе с весами слоёв нейронной сети в процессе обучения. Преимуществом та­

кого подхода является то, что с помощью внутреннего показателя жёсткости

можно ранжировать изображения относительно друг друга даже в том случае,

когда обрабатываемое изображение значительно отличается от обучающей вы­

борки и для такого снимка пороги разделения классов жёсткости могут быть

настроены неверно.

Для решения задач обработки медицинских изображений и, в частности,

диагностики заболеваний широко используются [68] свёрточные нейронные сети

семейств ResNet [77], DenseNet [78] и др.

В ходе исследования для решения задачи определения жёсткости сним­

ков, вследствие малого размера выборки, была использована компактная сеть

ResNet-18 [77] с меньшим числом параметров и, следовательно, меньшей склон­

ностью к переобучению по сравнению с более крупными сетями этой же

архитектуры или представителями других вышеупомянутых архитектур. Вход­

ное разрешение было выбрано равным 512х512 пикселей.

Рисунок 3.9 — Архитектура нейронной сети ResNet-18 [79]

Также было проведено сравнение качества решения этой задачи с тако­

вым у компактной сети более новой архитектуры свёрточных нейронных сетей

EfficientNetV2-S [80], так как в задачах классификации изображений она прояв­

ляет себя лучше перечисленных выше. Её основное отличие от них заключается
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а) EfficientNetV2-S

б) Fused-MBConv1

(k3×3)

в) Fused-MBConv4

(k3×3)

г) MBConv4 (k3×3)

д) MBConv6 (k3×3)
Рисунок 3.10 — Архитектура нейронной сети EfficientNetV2-S и её составных

блоков [81]

в оптимизации работы свёрточных слоёв с помощью их пропорционального

масштабирования, смены порядка операций разной размерности, уменьшения

размера ядер свёртки и отказа от «тяжёлых» слоёв, что позволяет уменьшить

потребление памяти и задействовать освободившиеся ресурсы на увеличение

глубины и обобщающей способности нейронной сети. Её архитектура представ­

лена на Рис. 3.10. Входное разрешение было выбрано равным 384x384 пикселя.
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3.1.4 Эксперименты и результаты

Как видно из Рис. 3.5, набор изображений значительно несбалансирован и

для ряда подуровней жёсткости содержит крайне мало примеров. Исходя из это­

го было принято решение, используя определённое врачом-рентгенологом число

отчётливо видимых на снимках верхних грудных позвонков, разделить все сним­

ки по уровню жёсткости на 3 группы, ориентируясь на медицинские критерии:

мягкие (видно менее 3 позвонков), нормальные (видно 3-4 позвонка) и жёст­

кие (видно более 4 позвонков) [65; 66]. Количество снимков в сформированных

группах представлено на Рис. 3.11. Именно эти три класса рассматривались

в качестве допустимых значений целевой переменной для задачи порядковой

регрессии.

Рисунок 3.11 — Гистограмма распределения снимков набора Sakha-TB* по уров­

ню жёсткости

Для ускорения процесса обучения за счёт наличия готовых низкоуров­

невых фильтров при решении обеих задач в качестве начального состояния

нейронной сети использовались веса соответствующей модели, обученной на ре­

шение задачи классификации изображений реального мира ImageNet-1K [82].

Последний слой был заменён на полносвязный слой с 1 выходом и 2 на­

страиваемыми в процессе обучения параметрами-порогами пороговой модели

порядковой регрессии [83], во время дальнейшего обучения были задействова­

ны все слои.

Все базовые наборы изображений и их рассмотренные комбинации де­

лились на обучающую, валидационную и тестовую выборки в соотношении



61

64:16:20 с предварительным случайным перемешиванием изображений и стра­

тификацией по классу жёсткости для сохранения пропорций между классами.

Изображения обучающей выборки в процессе обучения последовательно под­

вергались четырём случайным преобразованиям, а именно:

1. поворотам (в пределах 15 градусов в каждую сторону),

2. масштабированию (коэффициент выбирался случайно из отрезка

[0.8, 1.2],

3. сдвигам (до 30% размера изображения по каждой оси),

4. изменению яркости и контрастности (до 20% в каждую сторону).

В качестве функции потерь в процессе обучения и валидации была выбра­

на функция потерь пороговой порядковой регрессии в виде суммы слагаемых,

число которых зависит от числа классов (all-threshold) [83]:⎧⎪⎪⎪⎨⎪⎪⎪⎩
𝐿 (𝑧, 𝑦, θ1, . . . , θ𝐾−1) =

∑︀𝐾−1
𝑘=1 𝑓 (𝑠 (𝑘, 𝑦) · (θ𝑘 − 𝑧)) ,

𝑠 (𝑘, 𝑦) =

⎧⎨⎩−1, 𝑘 < 𝑦,

+1, 𝑘 ⩾ 𝑦,

где 𝑧 — выход нейронной сети (безразмерный показатель жёсткости), принима­

ющий значения из отрезка [0, 1] (чем ближе к 1, тем выше жёсткость снимка),

𝑦—истинный класс соответствующего этому выходу изображения, 𝐾 — общее

число классов (в ходе выполнения работы равное 3), θ1 < θ2 < . . . < θ𝐾−1—по­

роги, делящие действительную прямую на 𝐾 частей, а 𝑓(𝑥)— базовая функция

потерь бинарной классификации, в качестве которой использовалась логисти­

ческая функция потерь:

𝑓 (𝑥) = ln
1

1 + 𝑒−𝑥
.

Так как даже после сведения количества классов в задаче порядковой

регрессии к трём выборка всё равно осталась сильно несбалансированной, то

применялось взвешивание значений функции потерь для каждого примера с ве­

сами, обратно пропорциональными количеству изображений соответствующего

класса. В роли показателя качества порядковой регрессии на этапе валидации

выступала сбалансированная по классам средняя абсолютная ошибка (macro-

averaged MAE, далее mMAE) [84].

Также в целях получения базовой оценки качества решения задачи была

обучена модель для обыкновенной классификации изображений на 3 класса.
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Последний слой модели-основы был заменён на полносвязный с 3 выходами.

Роль функции потерь выполняла кросс-энтропия:⎧⎪⎪⎪⎨⎪⎪⎪⎩
𝐶𝐸 (𝑧,𝑦) =

∑︀𝐾
𝑘=1 I [𝑦 = 𝑘] · ln (𝑠𝑜𝑓𝑡𝑚𝑎𝑥 (𝑧)𝑘),

𝑠𝑜𝑓𝑡𝑚𝑎𝑥 (𝑧)𝑘 =
𝑒𝑧𝑘∑︀𝐾
𝑖=1 𝑒

𝑧𝑖
, I [𝑦 = 𝑘] =

⎧⎨⎩1, 𝑦 = 𝑘,

0, 𝑦 ̸= 𝑘,

а роль показателя качества на этапе валидации— сбалансированная точность

(далее BalAcc) [85].

Для оптимизации функции потерь применялся алгоритм градиентного

спуска AdamW [86] с параметрами 𝑙𝑟 = 5 · 10−6, β1 = 0.9, β2 = 0.999, λ = 0.01.

Размер пакета (англ. batch) изображений был равен 64 для модели на основе

ResNet-18 и 16 для модели на основе EfficientNetV2-S; в обоих случаях приме­

нялось накопление градиента на протяжении 8 и 2 итераций соответственно (до

достижения размера «виртуального пакета» в 128 объектов). В конце каждой

эпохи качество работы модели замерялось на валидационной выборке; при от­

сутствии уменьшения значения функции потерь на ней в течение 10 эпох шаг

градиентного спуска уменьшался в 5 раз, а при отсутствии улучшения в течение

31 эпохи обучение прекращалось. Переобучение контролировалось замерами

функции потерь и вышеуказанных показателей качества, однако значительно­

го ухудшения качества работы модели на валидационной выборке с течением

времени не наблюдалось (см. Рис. 3.12; можно заметить небольшой рост значе­

ний функции потерь у модели на основе EfficientNetV2-S, что свидетельствует

о некотором переобучении модели), поэтому в качестве финального состояния

принималось значение весов модели в конце последней эпохи.

Итоговые значения показателей качества, полученные на тестовой выбор­

ке, представлены в Табл. 3. Модели для решения задачи порядковой регрессии

содержат «ord» в своём названии, модель для решения задачи классификации—

«clf». Модель «ord-eff», была создана на основе EfficientNetV2-S, а остальные

модели— на основе ResNet-18. В столбце «Эквализация гистограммы» стоит

прочерк, если эквализация не применялась; «глобальная» в случае использова­

ния глобальной эквализации; размер окна локальной эквализации гистограммы

в виде доли от размера всего изображения в случае использования локальной

эквализации.
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а) ResNet-18 б) EfficientNetV2-S

Рисунок 3.12 — Примеры графиков зависимости функции потерь от количества

эпох на валидационной выборке в задаче анализа жёсткости снимков грудной

клетки

На основании сбалансированной точности и сбалансированной MAE луч­

шей моделью оказалась модель порядковой регрессии с локальной эквализацией

гистограммы на этапе предобработки снимков с окном, длина стороны которо­

го была равна 1
2 длины стороны изображения. Далее для краткости она будет

обозначена «ord-clahe2». Дальнейший анализ изображений проводится с исполь­

зованием этой модели.

Таблица 3 — Значения показателей качества работы алгоритмов определения

жёсткости на тестовой выборке набора Sakha-TB*

Модель Эквализация гистограммы BalAcc mMAE

clf - 0.563 0.452

ord-eff - 0.623 0.399

ord - 0.609 0.452

ord-glob глобальная 0.609 0.452

ord-clahe2 1
2 стороны изображения 0.636 0.398

ord-clahe4 1
4 стороны изображения 0.610 0.449

ord-clahe8 1
8 стороны изображения 0.593 0.468

ord-clahe16 1
16 стороны изображения 0.600 0.468
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На Рис. 3.13 представлена зависимость вероятностей классов «Жёст­

кий» (Hard) и «Мягкий» (Soft), предсказанных моделью «clf» для решения

задачи простой классификации, а также безразмерной величины жёсткости,

предсказанной моделью «ord-clahe2» для задачи порядковой регрессии, и истин­

ного значения уровня жёсткости объектов тестовой выборки. Можно заметить,

что разделение классов далеко от идеального.

а) «clf» (простая классификация) б) «ord-clahe2» (порядковая

регрессия)

Рисунок 3.13 — Зависимость предсказаний моделей в зависимости от истинного

класса объекта для набора Sakha-TB*

Как выяснилось после проверки ошибочно классифицированных снимков,

причиной тому послужила шумность использованного набора данных из-за

неоднозначности и недостаточной определённости критериев разметки. Под­

тверждением этого предположения также служит близость значений меры

качества на обучающей выборке к таковым на тестовой выборке: сбалансиро­

ванная точность около 0.70 и 0.67 у моделей «clf» и «ord-clahe2» соответственно.

Рассмотрение задачи определения жёсткости рентгеновского снимка как

задачи порядковой регрессии позволяет, используя полученную для её реше­

ния модель, с некоторой точностью ранжировать изображения по жёсткости

на основе внутреннего показателя жёсткости нейронной сети. В качестве ме­

ры качества ранжирования был выбран коэффициент ранговой корреляции

Спирмена [87], так как он позволяет обнаруживать в том числе нелинейные

зависимости рассматриваемых величин. Замеры делались относительно указан­
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ных врачом количества чётко видимых на снимке позвонков и относительно

классов жёсткости снимков. Полученные значения приведены в Табл. 4.

Таблица 4 — Значения показателя качества ранжирования тестовой выборки

набора Sakha-TB* алгоритмом определения жёсткости

Модель Spearman (позвонки) Spearman (жёсткость)

ord-eff 0.564 0.457

ord 0.576 0.497

ord-glob 0.599 0.514

ord-clahe2 0.606 0.534

ord-clahe4 0.602 0.519

ord-clahe8 0.588 0.498

ord-clahe16 0.596 0.507

Была проведена оценка качества работы модели «ord-clahe2» на наборе

MC-SZ. Результаты сравнения качества работы алгоритма на наборе MC-SZ и

на тестовой выборке набора Sakha-TB* приведены в Табл. 5.

Таблица 5 — Значения показателя качества ранжирования тестовой выборки

набора Sakha-TB* алгоритмом определения жёсткости

Набор данных BalAcc mMAE Spearman
(позвонки)

Spearman
(жёсткость)

Набор Sakha-TB* 0.636 0.398 0.606 0.534

MC-SZ 0.546 0.565 0.325 0.203

Хотя из-за недостаточно точной разметки имеющихся данных не удалось

достичь высоких показателей качества, полученные результаты заметно пре­

вышают возможности случайного выбора ответа: сбалансированная точность

составила 0.636, а коэффициенты корреляции Спирмена — 0.606 и 0.534.
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3.2 Использование результатов оценки качества рентгеновских

снимков при нейросетевой диагностике туберкулёза лёгких

Результаты оценки жёсткости рентгенограмм могут быть использованы,

например, для предварительной фильтрации обучающей выборки и вход­

ных данных нейросетевого алгоритма компьютерной диагностики туберкулёза

лёгких. Как показано в работе [67], такая фильтрация, а также создание от­

дельных моделей для разных уровней жёсткости снимков позволяют повысить

робастность и точность метода компьютерной диагностики. В этом разделе

демонстрируется влияние предварительной фильтрации обучающей и вали­

дационной выборок на качество работы алгоритма классификации в задаче

диагностики туберкулёза лёгких по рентгеновским снимкам грудной клетки.

3.2.1 Формирование набора данных

Так как в экспериментах этапу обучения модели в задаче диагностики ту­

беркулёза лёгких предшествует этап фильтрации снимков на основании уровня

жёсткости, то в целях поддержания размера обучающей и валидационной вы­

борок после прореживания на достаточном уровне, а также для создания более

разнородных выборок, как и в работе [67], для создания нейросетевого метода

диагностики и замера влияния фильтрации на качество диагностики исполь­

зовался набор рентгенограмм, состоящий из двух частей: уже упомянутый в

п. 3.1.1 составной набор MC-SZ и ещё один из часто применяемых при разра­

ботке методов компьютерной диагностики туберкулёза лёгких общедоступных

наборов рентгенограмм [70; 71] — TBX11K [88].

Набор TBX11K подготовлен в Нанькайском университете г. Тяньцзин в

КНР. Он состоит из 11200 рентгеновских снимков грудной клетки в оттенках

серого с глубиной цвета 8 бит в формате PNG с разрешением 512x512 пикселей.

Он изначально поделён на обучающую, валидационную и тестовую выборки,

при этом последняя не имеет разметки, поэтому из всего набора только для 8400

изображений доступны метки принадлежности к одному из 3 классов (3800 здо­

ровых и 800 больных туберкулёзом лёгких пациентов, а также больные иными
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заболеваниями пациенты) и границы поражённых областей лёгких. В рамках ис­

следования использовались только снимки здоровых и больных туберкулёзом

лёгких пациентов, а остальные были исключены из рассмотрения. Примеры

изображений из набора представлены на Рис. 3.14.

а) Здоровые пациенты

б) Пациенты, больные туберкулёзом лёгких

Рисунок 3.14 — Примеры изображений из набора TBX11K

Рентгенограммам здоровых пациентов из получившегося объединённого

набора были поставлены в соответствие метки класса NORMAL, а больных ту­

беркулёзом лёгких пациентов — класса TB. Итоговое число снимков каждого

класса в объединённом наборе, а также в его отдельных частях приведено в

Табл. 6.
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Таблица 6 — Размеры использованных наборов данных

Название набора Число снимков
класса NORMAL

Число снимков
класса TB

Общее число
снимков

Montgomery 80 58 138

Shenzhen 326 336 662

TBX11K 3800 800 4600

Всего 4206 1194 5400

3.2.2 Метод компьютерной диагностики туберкулёза лёгких

Использованный в этом разделе для экспериментов алгоритм диагностики

туберкулёза лёгких выглядел следующим образом:

1. поступивший на вход рентгеновский снимок грудной клетки подвергает­

ся предобработке, совпадающей с описанной в п. 3.1.2 за исключением

того, что эквализация гистограммы не проводилась;

2. при помощи нейросетевой модели ему ставятся в соответствие 2 веще­

ственных числа из отрезка [0, 1], которые выражают предсказанные

веса классов NORMAL и TB (сумма весов для каждого изображения

равна 1);

3. класс, чей вес больше, принимается за выходное значение алгоритма.

В качестве основы для нейросетевой модели использовалась сеть

EfficientNetV2-S, последний слой которой был заменён на полносвязный слой с

2 выходами. Процедуры деления набора данных на подвыборки и обучения мо­

дели со взвешиванием классов для балансировки, а также начальные состояния

весов сети совпадали с описанными в п. 3.1.4. В роли функции потерь выступала

кросс-энтропия, а в роли меры качества — сбалансированная точность.
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3.2.3 Эксперименты и результаты

Рентгенограммы из наборов MC-SZ и TBX11K были обработаны разра­

ботанным алгоритмом оценки жёсткости. Распределение снимков из тестовой

выборки сформированного в п. 3.1.1 набора и из этих двух наборов по

безразмерному показателю жёсткости, предсказанному моделью «ord-clahe2»,

представлен на Рис. 3.15. Однако следует осторожно относиться к разделению

снимков из наборов MS-SZ и TBX11K на классы жёсткости, так как истинные

пороги разделения классов для этих данных могут сильно отличаться от полу­

ченных моделью на этапе обучения в п. 3.1.4 из-за их визуального отличия от

изображений её обучающей выборки.

Рисунок 3.15 — Гистограммы распределения снимков трёх использованных

наборов изображений по предсказанному моделью «ord-clahe2» показателю

жёсткости

Отдельные гистограммы для классов NORMAL и TB для наборов MC-SZ

и TBX11K представлены на Рис. 3.16. Небольшие различия гистограмм классов

совпадают с визуальной разницей между снимками этих классов: класс TB в

обоих из них содержит больше мягких снимков, а классы NORMAL— больше

жёстких (см. Рис. 3.4 и 3.14).

На основании предсказанных величин жёсткости было проведено удале­

ние из объединённого набора MC-SZ-TBX11K одинаковой доли самых жёстких

и самых мягких снимков (то есть с обеих сторон гистограммы распределения
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а) MC-SZ

б) TBX11K

Рисунок 3.16 — Гистограммы распределения снимков каждого класса для ис­

пользованных в задаче диагностики туберкулёза лёгких наборов изображений

MC-SZ и TBX11K по предсказанному моделью «ord-clahe2» показателю жёст­

кости

величин жёсткости). После этого качество обученного на прореженной обучаю­

щей выборке метода диагностики замерялось на прореженной тестовой выборке

и сравнивалось с качеством работы на такой же тестовой выборке модели диа­

гностики, обученной на непрореженной обучающей выборке.

Исходя из визуального различия составных частей используемого набора

данных и относительно малого размера набора MC-SZ, было принято решение

прореживать не объединённый набор изображений, а каждую из двух его ча­

стей отдельно, чтобы изменение их пропорций в итоговой выборке не повлияло

на качество работы. Такой выборочный подход обусловлен необходимостью бо­

лее точного контрастирования снимков, полученных на разных аппаратах и в



71

разных условиях, и приведения их к как можно более близкому внешнему виду

перед определением жёсткости.

Помимо прореживания выборок с обеих сторон гистограммы уровня жёст­

кости был рассмотрен и случай отбрасывания только самых жёстких снимков,

так как на мягких снимках ещё могут сохраняться некоторые детали лёгочной

ткани, в то время как на жёстких они могут быть полностью утеряны.

Значения сбалансированной точности, полученные в результате экспе­

риментов представлены в Табл. 7. Из неё видно, что изменение качества

зависит от степени прореживания изображений, однако остаётся стабильно

положительным. Сравнение более распространённых в медицине показателей

чувствительности и специфичности для класса TB приведено в Табл. 8.

Таблица 7 — Сравнение качества классификации моделей, обученных на полном

и прореженном наборе (сбалансированная точность)

Удаление жёстких и
мягких изображений

Удаление только
жёстких изображений

Доля удалённых 5% 10% 15% 5% 10% 15%

До прореживания 0.958 0.951 0.951 0.962 0.961 0.965

После прореживания 0.961 0.962 0.953 0.968 0.966 0.975

Таблица 8 — Сравнение качества классификации моделей, обученных на полном

и прореженном наборе (чувствительность / специфичность)

Удаление жёстких и
мягких изображений

Удаление только
жёстких изображений

Доля удалённых 5% 10% 15% 5% 10% 15%

До прореживания 0.923/
0.994

0.909/
0.994

0.908/
0.995

0.930/
0.994

0.927/
0.995

0.934/
0.996

После прореживания 0.933/
0.990

0.933/
0.991

0.915/
0.990

0.943/
0.994

0.941/
0.992

0.958/
0.993

Таким образом, снижение разброса жёсткости данных и увеличение их од­

нородности заметно повысило точность обнаружения больных пациентов при

сохранении или малом снижении специфичности: наибольший абсолютный и
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относительный прирост чувствительности алгоритма для класса TB наблюдал­

ся при удалении 10% самых жёстких и 10% самых мягких снимков (с 0.909 до

0.933) и при удалении 15% самых жёстких снимков (с 0.934 до 0.958). Во втором

случае также было достигнуто наибольшее значение чувствительности: 0.958.

3.3 Выводы

В данной главе был разработан нейросетевой метод автоматического ана­

лиза качества рентгенограмм грудной клетки, основанный на нейросетевой

оценке уровня жёсткости рентгеновских снимков. Использование разработан­

ной нейросетевой модели для предварительной фильтрации изображений перед

обучением алгоритма компьютерной диагностики туберкулёза лёгких и контро­

ля его входных данных позволило повысить качество диагностики.
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Глава 4. Программный комплекс реализации алгоритмов анализа

биомедицинских изображений

Данная глава посвящена программной реализации разработанных в

предыдущих главах алгоритмов и методов. Так как рассмотренные в работе

задачи относятся к разным областям медицины и биологии и решают задачи

разного типа, то разработанные методы и алгоритмы были реализованы в виде

независимых программных модулей.

Программный комплекс, разработанный в рамках данной главы, содержит

в себе три отдельных модуля:

1. модуль повышения разрешения изображений мигающей флуоресцент­

ной микроскопии;

2. модуль повышения резкости медицинских изображений методом дефор­

мации пиксельной сетки;

3. модуль анализа и обработки рентгенограмм грудной клетки.

Кроме того, в рамках исследования был сформирован набор рентгенов­

ских изображений грудной клетки для компьютерной диагностики туберкулёза

лёгких.

Ниже представлено детальное описание каждого из модулей и сформиро­

ванного набора рентгенограмм.

4.1 Программный модуль повышения разрешения изображений

мигающей флуоресцентной микроскопии

Данный программный модуль реализует разработанный в Главе 1 метод

повышения разрешения изображений мигающей флуоресцентной микроскопии.

С целью упрощения разработки и отладки, для написания программно­

го модуля использовался язык программирования Python 3. При разработке

применялись программные библиотеки для работы с изображениями, математи­

ческими функциями и векторными вычислениями: imageio, scikit-image, NumPy,

SciPy, PyTorch.
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Для удобства потенциального внедрения в программные продукты в каче­

стве расширения и в автоматизированные системы модуль представляет собой

консольное приложение. Формат аргументов командной строки имеет следу­

ющий вид:

warping.exe -i FILE -o FILE -a FLOAT -x INT -m INT -p 0|1

-s FLOAT -z INT -n INT -e FLOAT -v FLOAT

и определяет следующие параметры:

-i FILE

задаёт имя файла входной серии изображений;

-o FILE

задаёт имя файла выходного изображения;

-x INT

задаёт длину волны лазера подсветки в нанометрах;

-m INT

задаёт длину волны флуоресцентного излучения в нанометрах;

-p 0|1

задаёт тип детектора микроскопа: 0 — обыкновенный, 1 — детектор

Airyscan;

-s FLOAT

задаёт длину стороны пикселя в нанометрах;

-z INT

задаёт степень увеличения изображения;

-n INT

задаёт число итераций алгоритма оптимизации;

-e FLOAT

задаёт значение параметра η0;

-v FLOAT

задаёт значение параметра ν0.

Поддерживаемые форматы входных и выходных изображений:

– Windows bitmap (*.bmp),

– JPG (*.jpg, *.jpeg),

– Portable network graphics (*.png),

– Tagged Image File Format (*.tif, *.tiff).



75

Исходный код распределён по файлам в соответствии с функциями, ко­

торые он выполняет:

– run.py — содержит код обработки параметров командной строки, запус­

ка обработки входных данных и сохранения результата;

– process.py — содержит функции и классы, реализующие алгоритм;

– psf_functions.py — содержит функции для построения матриц размытия

и понижения разрешения для указанных параметров оптической систе­

мы;

– pixel_reassignment.py — содержит функции для выполнения переназна­

чения пикселей (англ. pixel reassignment).

Сборка интерпретатора языка Python, необходимых библиотек и файлов

с исходным кодом программного модуля в консольное приложение осуществля­

лась с помощью инструмента PyInstaller.

4.2 Программный модуль повышения резкости медицинских

изображений методом деформации пиксельной сетки

Данный программный модуль реализует разработанный в Главе 2 од­

нопараметрический алгоритм повышения резкости медицинских изображений

деформационным методом.

Для написания программного модуля использовался язык программиро­

вания Python 3 и программные библиотеки для работы с изображениями,

математическими функциями и векторными вычислениями: imageio, scikit­

image, NumPy, SciPy.

Программный модуль представляет собой консольное приложение. Фор­

мат аргументов командной строки имеет следующий вид:

warping.exe -i FILE -o FILE [-l FLOAT] [-h FLOAT] -t g|c|r

-r FLOAT

и определяет следующие параметры:

-i FILE

задаёт имя файла входного изображения;

-o FILE

задаёт имя файла выходного изображения;
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-l FLOAT

задаёт нижний порог детектора контуров Кэнни в виде вещественного

числа от 0 до 1;

-h FLOAT

задаёт верхний порог детектора контуров Кэнни в виде вещественного

числа от 0 до 1;

-t g|c|r

задаёт тип ядра размытия: «g» — гауссово ядро, «c» — круг, «r» — круг с

кольцом;

-r FLOAT

задаёт радиус ядра размытия в виде вещественного числа, большего 0.

Поддерживаемые форматы входных и выходных изображений:

– Windows bitmap (*.bmp),

– JPG (*.jpg, *.jpeg),

– Portable network graphics (*.png).

Поддерживается работа как с чёрно-белыми, так и с цветными изображе­

ниями: во втором случае для обнаружения контуров используется чёрно-белая

версия изображения, для получения которой применяется формула:

𝑌 = 0.2125𝑅 + 0.7154𝐺+ 0.0721𝐵,

где 𝑌 — значение основного канала для изображения в градациях серого, а 𝑅,

𝐺 и 𝐵 —интенсивности красного, зелёного и синего каналов соответственно.

Сборка интерпретатора языка Python, необходимых библиотек и файлов

с исходным кодом программного модуля в консольное приложение осуществля­

лась с помощью инструмента PyInstaller.

4.3 Программный модуль анализа и обработки рентгенограмм

грудной клетки

Данный программный модуль реализует разработанный в Главе 3 од­

нопараметрический алгоритм повышения резкости медицинских изображений

деформационным методом.
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Для написания программного модуля использовался язык программиро­

вания Python 3 и программные библиотеки для работы с изображениями,

математическими функциями, векторными вычислениями и машинного обуче­

ния: imageio, scikit-image, NumPy, SciPy, PyTorch, scikit-learn.

Программный модуль представляет собой консольное приложение. Фор­

мат аргументов командной строки имеет следующий вид:

chest-xray.exe -i FILE -h|-d

и определяет следующие параметры:

-i FILE

задаёт имя файла входного изображения;

-h

включает режим анализа жёсткости рентгенограммы;

-d

включает режим диагностики туберкулёза.

В качестве результата программа выводит значение программной жёстко­

сти и степень уверенности в диагнозе «туберкулёз».

Поддерживаемые форматы входных и выходных изображений:

– Windows bitmap (*.bmp),

– JPG (*.jpg, *.jpeg),

– Portable network graphics (*.png),

– DICOM (*.dcm).

Исходный код распределён по файлам в соответствии с функциями, ко­

торые он выполняет:

– base.py — содержит код функций загрузки, сохранения, обучения ней­

росетевой модели, получения предсказания и предобработки входных

изображений;

– predict.py — содержит функции запуска обработки и реализации алго­

ритма.

Сборка интерпретатора языка Python, необходимых библиотек и файлов

с исходным кодом программного модуля в консольное приложение осуществля­

лась с помощью инструмента PyInstaller.
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4.4 Набор рентгеновских изображений грудной клетки для

компьютерной диагностики туберкулёза лёгких

В отличие от таких заболеваний лёгких, как бактериальная или вирусная

пневмония, данных по диагностике туберкулёза лёгких в открытом доступе не

так много. Кроме того, из-за частичной несовместимости различных наборов

рентгеновских изображений грудной клетки качество работы алгоритмов диа­

гностики на рентгенограммах из наборов, не попавших в обучающую выборку,

может сильно падать. Причины подобной низкой робастности (то есть низкой

устойчивости качества работы алгоритма с различными наборами входных дан­

ных) включают в себя различия в условиях получения снимков, в диапазонах

и методах преобразования интенсивности пикселей, в сложности визуального

разделения классов.

Анализ доменного сдвига (явления, при котором наблюдается снижение

качества работы алгоритмов при его замере на наборах данных, относящихся

к той же области, но отличных от использованных при разработке этих ал­

горитмов) для рентгенограмм органов грудной клетки был проведён: в [89] —

для некоторых открытых наборов (наборов, находящихся в открытом досту­

пе) применительно к задаче обнаружения изображения лёгких; и в [90] — для

крупнейших открытых наборов применительно к задаче диагностики патологии

лёгких. Кроме того, влияние различия в распределении пациентов по возрасту

на качество сегментации грудной клетки на рентгеновских снимках упоми­

нается в [91], а влияние гендерного дисбаланса на точность классификации

рассмотрено в [92].

В рамках исследования было принято решение подготовить набор рентге­

нограмм грудной клетки, который позволил бы в некоторой степени закрыть

пробелы в доступных в свободном доступе наборах изображений и повысить

устойчивость качества работы алгоритмов автоматической диагностики тубер­

кулёза лёгких для входных изображений, полученных в разных учреждениях

и условиях.
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4.4.1 Общедоступные данные

Согласно недавним обзорам методов диагностики туберкулёза лёгких

на основе глубокого обучения, таким как [68—70], основными открытыми

источниками данных для задачи диагностики туберкулёза лёгких по рентге­

новским изображениям грудной клетки всё ещё являются наборы Montgomery

County [72] и Shenzhen [73]. Другие репрезентативные наборы снимков в свобод­

ном доступе [71] включают DA и DB [93] и TBX11K [88].

Перечисленные наборы были использованы для проведения эксперимен­

тов и проверки влияния добавления предлагаемого набора рентгенограмм на

качество диагностики туберкулёза.

Описание наборов Montgomery County, Shenzhen и TBX11K было приве­

дено ранее в п. 3.1.1 и 3.2.1, использованные в данной главе варианты этих

наборов совпадают с описанными там.

Наборы DA и DB [93] были собраны в Национальном институте туберку­

лёза и респираторных заболеваний в Нью-Дели в Индии. Набор DA содержит

по 78 изображений здоровых и больных туберкулёзом лёгких пациентов в от­

тенках серого в формате JPG с разрешением 1024x1024 или 2320x2828 пикселей

и глубиной цвета 8 бит. Набор DB содержит изображения в оттенках серого в

формате DICOM с разрешением 3008x3008 пикселей и глубиной цвета 16 бит,

и в рамках данного исследования был преобразован в формат PNG с глуби­

ной цвета 8 бит. Некоторые снимки больных туберкулёзом лёгких из набора

DB отсутствуют в его репозитории на сайте SourceForge, поэтому итоговое чис­

ло снимков в нём составило 75 рентгенограмм здоровых и 47 рентгенограмм

больных туберкулёзом лёгких пациентов. Эти два набора в силу их родства

и малого размера по отдельности в рамках данной работы были объединены

вместе. Примеры изображений из набора (обрезанные до соотношения сторон

1:1) представлены на Рис. 4.1.

Фактическое количество изображений лёгких здоровых пациентов (да­

лее — класс «Healthy») и изображений лёгких пациентов с проявлениями

туберкулёза (класс «TB»), для которых имеются метки классов, в использо­

ванных открытых наборах представлены в Табл. 9.
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а) Здоровые пациенты

б) Пациенты, больные туберкулёзом лёгких

Рисунок 4.1 — Примеры изображений из объединённого набора DA + DB

4.4.2 Набор рентгенограмм грудной клетки Sakha-TB

Сформированный в рамках исследования набор рентгенограмм грудной

клетки, сделанных во фронтальной проекции, собран в результате сотрудниче­

ства с несколькими медицинскими учреждениями Республики Саха (Якутия);

ниже он обозначен «Sakha-TB». Процедура формирования набора изображений

из имеющихся коллекций не содержащих персональной информации рентгено­

грамм включала в себя:

– удаление снимков, сделанных в боковой проекции;

– контроль правильности установленных значений «Photometric

Interpretation» в файлах DICOM;

– удаление повторяющихся сессий;

– удаление пациентов с несколькими сессиями;
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Таблица 9 — Размеры рассматриваемых открытых наборов рентгенограмм груд­

ной клетки

Число снимков по классам

Набор данных TB Healthy Общее число снимков

Montgomery County (MC) 58 80 138

Shenzhen (SZ) 336 326 662

DA 78 78 156

DB 47 75 122

TBX11K 800 3800 4600

– удаление несовершеннолетних пациентов;

– а также некоторую балансировку соотношения полов и распределений

возрастов и диагнозов.

В результате было отобрано 400 изображений здоровых и 400 изображений

больных туберкулёзом лёгких пациентов, где каждому пациенту соответствует

только 1 снимок. Для получения рентгенограмм использовались стационарные

и переносные комплексы оборудования. В основном разрешение изображений

примерно равно 3000x3000 пикселей, но часть снимков имеет меньший размер

вплоть до около 2000x2000 пикселей. Большинство изображений имеет глубину

цвета 16 бит, у остальных снимков она равна 8 битам.

Врачебная диагностика осуществлялась посредством независимого двой­

ного чтения снимков с подтверждением диагноза «туберкулёз» специалистами

НПЦ «Фтизиатрия» им. Е.Н. Андреева на основании клинико-лабораторных и

микробиологических данных.

Примеры рентгенограмм из сформированного набора изображений пред­

ставлены на Рис. 4.2. Сравнение распределений снимков по диагнозу, полу

и возрасту полученного набора и набора MC + SZ (для наборов TBX11K,

DA и DB такие данные недоступны) изображены на Рис. 4.3-4.5. Сам на­

бор изображений Sakha-TB доступен для загрузки на странице по ссылке:

https://imaging.cs.msu.ru/en/research/TB/Sakha-TB.

https://imaging.cs.msu.ru/en/research/TB/Sakha-TB
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а) Здоровые пациенты

б) Пациенты, больные туберкулёзом лёгких

Рисунок 4.2 — Примеры изображений из набора Sakha-TB

4.4.3 Эксперименты

Для оценки возможностей применения предлагаемого набора изображе­

ний в задаче компьютерной диагностики туберкулёза были сделаны замеры

качества работы методов глубокого обучения при обучении и тестировании на

разных комбинациях рассматриваемых открытых наборов снимков:

1. MC + SZ,

2. DA + DB,

3. TBX11K,

4. Sakha-TB,

5. (MC + SZ) + Sakh- TB,

6. (DA + DB) + Sakha-TB,

7. TBX11K + Sakha-TB,
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Рисунок 4.3 — Распределение изображений в наборах MC + SZ и Sakha-TB по

диагнозу и полу

Рисунок 4.4 — Распределение изображений здоровых пациентов в наборах

MC + SZ и Sakha-TB по возрасту в зависимости от пола

8. TBX11K + (MC + SZ),

9. TBX11K + (MC + SZ) + (DA + DB),

10. TBX11K + (MC + SZ) + (DA + DB) + Sakha-TB.

Снимки из набора Sakha-TB предварительно подверглись обработке, сов­

падающей с описанной в п. 3.1.1.

Использованный в этом разделе для экспериментов алгоритм диагностики

туберкулёза лёгких совпадал с описанным в п. 3.2.2, за исключением следую­

щих деталей.

В качестве основы нейросетевой модели были рассмотрены две совре­

менные модели EfficientNetV2-M [80] и VisionTransformer-Base/16 [94], которые
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Рисунок 4.5 — Распределение изображений больных туберкулёзом пациентов в

наборах MC + SZ и Sakha-TB по возрасту в зависимости от пола

демонстрируют высокую точность в задачах классификации изображений. Да­

лее варианты алгоритма на их основе будут обозначаться «EffNetV2-M» и

«ViT-B16» соответственно.

Размер пакета изображений составлял 64 для модели EffNetV2-M и 32

для ViT-B16. В конце каждой эпохи качество модели замерялось на валидаци­

онной выборке, при отсутствии уменьшения значения функции потерь на ней

в течение 5 эпох шаг градиентного спуска уменьшался в 5 раз. Для предотвра­

щения переобучения при отсутствии уменьшения значения функции потерь на

валидационной выборке в течение 16 эпох обучение прерывалось. В качестве

финального состояния весов модели принималось значение весов, соответству­

ющие эпохе с наивысшим значением показателя качества на валидационной

выборке.

4.4.4 Результаты

Замеры качества работы обученных алгоритмов на рассматриваемых

наборах производились с использованием статистических показателей чув­

ствительности (англ. sensitivity) и специфичности (англ. specificity), широко

применяемых в медицине. Были построены ROC-кривые, которые позволяют

оценить общие возможности алгоритма классификации с учётом возможности
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варьирования порога уверенности для каждого класса. Интегральным пока­

зателем возможностей алгоритма в таком случае может считаться величина

ROC AUC, представляющая собой площадь под ROC-кривой рассматривае­

мого алгоритма, которая принимает значения от 0 до 1, где 1 соответствует

абсолютно точному алгоритму. ROC-кривые с показателями ROC AUC для

рассмотренных моделей, обученных на некоторых из приведённых выше ком­

бинаций рассматриваемых наборов рентгеновских снимков грудной клетки,

представлены на Рис. 4.6–4.9. Для построения кривых для наборов, вошед­

ших в обучающую выборку алгоритма, использовались их тестовые выборки,

такие наборы выделены звёздочкой в описании графика; в противном случае

использовались все наборы целиком.

Рисунок 4.6 — Графики ROC-кривых для моделей, обученных на наборе

MC + SZ

Из графиков видно, что добавление набора Sakha-TB в обучающую выбор­

ку повышает качество работы алгоритма диагностики в том числе на других

наборах. При этом в случае использования представленного набора в качестве

основы обучающей выборки не обязательно требуется большой набор изоб­

ражений: комбинация его с набором MC + SZ позволила достичь высокого

качества диагностики. Таким образом, представляется полезным включение

набора Sakha-TB в обучающую выборку нейросетевых моделей компьютерной

диагностики туберкулёза для повышения стабильности их работы на практике.
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Рисунок 4.7 — Графики ROC-кривых для моделей, обученных на наборе

TBX11K

Рисунок 4.8 — Графики ROC-кривых для моделей, обученных на наборе

(MC + SZ) + Sakha-TB
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Рисунок 4.9 — Графики ROC-кривых для моделей, обученных на наборе

TBX11K + Sakha-TB
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Заключение

1. Предложена математическая модель и разработан итерационный ал­

горитм для повышения разрешения и резкости изображений флуорес­

центной мигающей микроскопии.

2. Найдены оптимальные функции смещения для деформационного мето­

да повышения резкости изображений для трёх моделей ядер размытия,

возникающих на практике. Предложен малопараметрический вариант

алгоритма.

3. Разработан нейросетевой метод контроля качества рентгеновских сним­

ков грудной клетки, основанный на автоматическом анализе жёсткости

рентгенограммы. Его применение для предварительной фильтрации

изображений перед обучением алгоритма компьютерной диагностики

туберкулёза лёгких и контроля входных данных позволило повысить

качество диагностики.

4. Реализован программный комплекс, состоящий из модулей повышения

разрешения изображений флуоресцентной мигающей микроскопии, по­

вышения резкости медицинских изображений, определения качества

рентгенограмм грудной клетки для задачи диагностики туберкулёза

лёгких.
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